Konwersatorium — Matematyczne Metody Ekonomii
NARZEDZIA MATEMATYCZNE W EKSPLORACJI DANYCH
Podstawowe pojecia
Wyktad 2
Marcin Szczuka
http://www.mimuw.edu.pl/~szczuka/mme/

Many mickles make muckle.

0.1 Plan wyktadu
e Wprowadzenie podstawowych pojec.
e Proces uczenia sie.
e Ocena rezultatow.

e Przygotowywanie danych wejsciowych.

0.2 Dziedzina, przyklady

Dziedzina (przestrzen, uniwersum) to pewien zbiér X, z ktérego pochodza
(ktérego elementami sa) nasze przyklady.

Element x € X nazywamy przykladem (instancja, przypadkiem, rekor-
dem, entka, wektorem, obiektem, wierszem).

0.3 Atrybuty

Atrybut (cecha, pomiar, kolumna) to pewna funkcja
a:X — A

Zbior A jest nazywany dziedzing wartosci atrybutu, lub prosciej — dziedzing
atrybutu.

0.4 Atrybuty c.d.

Zakladamy, ze kazdy przyktad z € X jest calkowicie reprezentowany przez
wektor

gdzie
Q; X — Az



dla i =1,...,n. n nazywamy czasem rozmiarem (dlugoscia) przyktadu.
W pewnych zastosowaniach wyrdzniamy specjalny atrybut nazywany de-
cyzjg (klasa) lub atrybutem decyzyjnym.

0.5 Atrybuty nominalne

Nominalne ( dyskretne, skoniczone, wyliczeniowe) - przestrzen wartosci atry-
butu jest skoniczona (i niewielka) oraz nie wystepuje porzadek na wartosciach
atrubutu.

Na przyktad atrybut Pe ma przestrzen wartosci
{ M\K,NW }.

0.6 Atrybuty porzadkowe

Porzadkowe (uporzadkowane) - przestrzen wartosci atrybutu jest skonczona
(i zwykle niewielka), ale mozna wprowadzi¢ porzadek na wartosciach atry-
butu.

Na przyktad atrybut Wysoko$é moze przyjmowaé wartosci { Zero, Nisko,
Kosmos, Wysoko, Srednio, Bardzo Wysoko} i wiemy, ze:

Zero < Nisko < Srednio < Wysoko < Bardzo Wysoko < Kosmos

Zauwazmy jednak, ze znajomosé porzadku nie oznacza znajomosci odle-
glosci pomiedzy wartosSciami atrybutu.

0.7 Atrybuty ciaggtle

Ciagle (numeryczne) - przestrzen atrybutu jest dobrze zdefiniowanym zbio-
rem liczbowym np. liczby catkowite czy rzeczywiste. Znamy porzadek na
wartosciach atrybutu, a zwykle takze odleglos¢. Mozliwe sa operacje alge-
braiczne na wartosciach atrybutow.

Na przykitad Temperatura moze byé wyrazona w stopniach Celsjusza
(lub Kelwina) i wiemy, ze réznica miedzy —1°C a 35°C wynosi 36°.

0.8 Typy atrybutéow

Rozréznienie miedzy rodzajami atrybutéw nie jest Sciste. Istnieja takze inne
rodzaje atrybutéw, ktére mozemy chcie¢ wyrdzniaé:

e Binarne - przyjmuja tylko dwie wartosci
(zwykle 01 1).

e Przedzialowe - uporzadkowane i mierzone w ustalonych przedziatach
(data, temperatura).



e Stosunek - okreslone przez odniesienie do punktu referencyjnego (od-
leglos¢ od stacji kolejowej).

0.9 Zbiory danych - dane tablicowe

Outlook | Temp | Humid | Wind EnjoySpt
sunny hot high FALSE | no

sunny hot high TRUE | no
overcast | hot high FALSE | yes

rainy mild | high FALSE | yes

rainy cool normal | FALSE | yes

rainy cool normal | TRUE | no

overcast | cool normal | TRUE | yes
sunny mild | high FALSE | no

rainy mild | high TRUE | no

0.10 Zbiory danych - dane tablicowe

Outlook | Temp | Humid | Wind EnjoySpt
sunny 85 85 FALSE | no

sunny 80 90 TRUE | no
overcast | 83 86 FALSE | yes

rainy 70 96 FALSE | yes

rainy 68 80 FALSE | yes

rainy 65 70 TRUE | no
overcast | 64 65 TRUE | yes
sunny 72 95 FALSE | no

rainy 71 91 TRUE | no

0.11 Pojecia
Pojecie (pojecie docelowe) to przyporzadkowanie
c: X —{0,1}.

Réwnowazne okreslenie - pojecie jest podzbiorem
X. CX.

W praktyce rozwazamy pojecia wielokrotne tzn.
c: X - Cdlal|C|>2.



Dla przykladu z € X warto$¢ c(x) nazywamy etykietq (decyzja, katego-
ria, klasa) z-a.

0.12 Przestrzen pojec

Przestrzen pojeé (klasa pojeé) jest to rodzina C' wszystkich pojeé dla dzie-
dziny X

Jesli postuzymy sie definicja pojecia jako podzbioru, mozemy powiedziec,
ze dla skoficzonej dziedziny C' C 2X.

0.13 Hipotezy

Hipoteza to funkcja
h:X —{0,1}

reprezentujaca przyblizenie pojecia docelowego uzyskane w wyniku uczenia.
W przypadku poje¢ wielokrotnych definicja hipotezy ulega odpowiedniej
modyfikacji.

0.14 Przestrzen hipotez

Przestrzen hipotez jest to zbiér H wszystkich hipotez, ktére moga by¢ zbu-
dowane w procesie uczenia.

Ksztalt tego zbioru zalezy od sposobu reprezentacji hipotez i wybranego
algorytmu uczenia.

Chcemy faworyzowaé¢ podejécia w ktérych C' C H tzn. ¢ € H. W takim

przypadku pojecie docelowe jest wyuczalne. Niestety, przewaznie dostajemy
HccC

0.15 Przyktady etykietowane, klasy

Przyklad etykietowany (obiekt z decyzja) dla pojecia ¢ jest para (z,c(x)),
zeX.

Przyktad pozytywny dla c: x € X, ¢(x) = 1.

Przyklad negatywny dla ¢: z € X, c(x) = 0.

Klasa (klasa decyzyjna, kategoria) przykladéw z dziedziny: Cf = {z €
X|e(x) = i}. Przewaznie uzywamy zapisu Cj.



0.16  Zbiér treningowy

Zbior treningowy (prébka treningowa/uczaca) dla nadzorowanego (z nauczy-
cielem) wyuczania pojecia ¢ jest to zbidr

Te = {(z,c(x))|x € T C X}.

W wigkszosci przypadkow, gdy ¢(.) jest ustalone, uzywamy prostszego ozna-
czenia T'.

Zbior treningowy (prébka treningowa/uczaca) dla uczenia nienanadzo-
rowanego (bez nauczyciela) to podzbior T'C X.

0.17 Btad prébki
Blgd probki dla hipotezy h ze wzgledu na pojecie ¢ i zbiér przyktadéw D

okreélamy jako:
Ex D o(h(x , C\X
eD(h) S (| (‘) ( ))’

gdzie

5(h(z), c(z)) = { (1) iﬁg';fx) # h(z)

0.18 Btlad rzeczywisty

Blad rzeczywisty (calkowity, globalny) dla hipotezy h ze wzgledu na pojecie
c irozktad prawdopodobienstwa ) na X okre$lamy jako:

eq(h) = Pr (h(z) # c(x)).

€N
Wykorzystujcc metody rodem ze statystyki, mozemy prébowaé¢ wyesty-
mowa¢ blad rzeczywisty uzywajac btedu probki dla réznych prébek.
0.19 Macierz btedu

Macierz bledu jest powszechnie wykorzystywana do przedstawiania rozktadu
bledéw w przypadku hipotez (i pojeé) wielokrotnych. Macierz bledu to ma-
cierz kwadratowa rozmiaru n X n



W macierzy tej e;; jest liczba przykladéw w probee dla ktérych c(z) =i i
hz)=y3;i,j=1,...,n.
n jest liczbg klas decyzyjnych.

0.20 Indukcyjne uczenie z nadzorem

Majac zbiér treningowy 7. znajdz taka hipoteze h € H, ktéra najlepiej
aproksymuje pojecie docelowe ¢ ze wzgledu na ustalone kryterium.

Kryterium jest zwykle (cho¢ nie wylacznie) oparte na bledzie (bledach)
prébki. Dokladne (naiwne) kryterium formutuje sie jako:

Vaoex (h(x) = ¢(x))

0.21 Indukcyjne uczenie bez nadzoru

Majac zbidr treningowy 1. znajdz taka hipoteze h € H, ktéra daje najlepsza
klasyfikacje przyktadéw ze wzgledu na ustalone kryterium.
Kryterium jest zwykle bardzo zalezne od konkretnego zadania.

0.22 Obcigzenie indukcyjne, zalozenie indukcyjne

Obciazenie indukcyjne — preferencje w wyborze pewnych hipotez przez sys-
tem uczacy sie. Kombinacja wszystkich czynnikéw, ktére w potaczeniu ze
zbiorem treningowym determinujg wybodr ostatecznej hipotezy.

Zalozenie indukcyjne — hipoteza, ktéra jest akceptowalna dla dostatecz-
nie duzej prébki treningowej, jest takze dopuszczalna dla calej dziedziny.

0.23 Zalozenie zamknietosci Sswiata

Closed world assumption (CWA) - jesli nie potrafimy zweryfikowaé, czy jakis
przyklad jest pozytywny, czy negatywny to przyjmujemy, ze jest negatywny.
0.24 Uczenie w praktyce

e Zapoznaj sie z danymi

Przygotuj zbiér treningowy (i testowy).

Zastosuj algorytm uczacy sie.

Ocen uzyskane hipotezy.

Powtarzaj powyzsze tyle razy, ile trzeba.



0.25 Zbiér testowy, probka testowa

Hipotezy wyuczone na podstawie samego zbioru treningowego moga od-
zwierciedla¢ zaleznosci, ktore sa charakterystyczne tylko dla tej wlasnie
probki. Aby zapewnié sobie wlasciwy poziom ogélnosci, powinnismy sto-
sowa¢ procedury testowe. Dlatego czesto fragment etykietowanych danych
nie jest wykorzystywany w uczeniu, lecz uzywany jako prébka testowa.
Efekt wyuczania sie zaleznosci lokalnych, zbyt szczegdétowych i charakte-
rystycznych jedynie dla prébki nazywamy przeuczeniem (ang. overfitting).

0.26 Ocena bledu

W wigkszoéci zastosowan uczenia z nadzorem wykorzystujemy poziom btedu
jako kryterium oceny. Jest to po prostu btad prébki, ale rozpatrywany za-
rowno dla zbioru treningowego, jak i walidacyjnego oraz testowego. W przy-
padku wielokrotnych wartosci decyzji postugujemy sie odpowiednimi macie-
rzami bledow.
0.27 Przygotowanie probek
Popularne metody wyboru probki treningowej i testowe;j:

e Train-and-test.

e Cross-validation — walidacja krzyzowa, kroswalidacja.

e Leave-one-out.

e Bootstrap.

0.28 Train-and-test

To najbardziej komfortowa sytuacja. Podzial na czesé treningows i testowa
jest zadany.

Uwaga! Prébka treningowa i/lub testowa moga by¢ kiepsko dobrane.
0.29 Cross-validation
k krotna walidacja krzyzowa (k-fold cross-validation):

1. Podziel dane na k réwnych czeéci (np. losowo).

2. Wybierz jedna z czesci jako zbidr testowy, a sume pozostatych k-1 jako
zbior treningowy.



3. Wykonaj uczenie i testowanie.

4. Powtazaj 2-3 dla kazdej z k czesci.

0.30 Cross-validation

Najczesciej wykorzystywane: 10-krotna, 3-krotna i 5-krotna walidacja krzy-
ZOWa.

Dla zapewnienia lepszej stabilnosci warto jest powtoérzy¢ wielokrotnie
walidacje krzyzowa (np. 10 razy 10-krotna) i przyjaé¢ $rednia z tych powté-
rzen jako wynik. Niestety, w wielu praktycznych sytuacjach nie mozemy
sobie pozwoli¢ na wykonanie tylu eksperymentow.

0.31 Leave-one-out

Technika leave-one-out to w zasadzie n-krotna walidacja krzyzowa, gdzie
n jest liczba przyktadéw ktorymi dysponujemy. Jest to kosztowna technika,
gdyz wymaga n wykonan algorytmu uczacego. Jest polecana tylko dla zadan,
w ktorych liczba przyktadéw jest relatywnie mata.

0.32 Bootstrap

Wybieramy losowo ze zwracaniem n przykladéw ze zbioru 7', dla n = |T|.
Te przyklady staja sie zbiorem treningowym.

Whszystkie przyktady, ktore nie zostaly wybrane do zbioru treningowego
tworza zbidr testowy.

Wryliczamy blad prébki dla zbioru treningowego i testowego, a nastepnie
sktadamy te bledy.

0.33 0.632 bootstrap

Szansa nie wybrania jakiegos$ przyktadu w n probach ze zwracaniem wynosi:

" 1
1——] = —-=0.36787944
n e

Zatem, aby oszacowaé catkowity blad wykorzystujemy formute:

e=0.632- Ctest + 0.368 - Ctrain-



0.34 Przygotowywanie przyktadéow

Typowe zadania przy przygotowywaniu prébki do uczenia:
e Zadbanie o brakujace wartosci.
e Wyréwnywanie i wygtadzanie (aligning and presmoothing).
e Dyskretyzacja.

e Wybér atrybutow.

0.35 Brakujace wartosci

Wyrézniamy dwa podstawowe typy brakujacych wartosci:

e Niosgce informacje.

e Nieniosace informacji.

0.36 Uzupelnianie brakujacych wartosci

Proces wypelniania brakujacych wartosci nazywamy wuzupeinianiem.
Metody bezposrednie:

e Usuwanie obiektéw z brakujacymi warto$ciami. Dosé drastyczne i nie
zawsze dopuszczalne.

e Zastepowanie brakoéw pewna specjalng wartoscig np. -1 dla atrybutu
o wartosciach naturalnych czy oo dla rzeczywistych. Dziala dobrze
tak dtugo jak metoda uczenia nie zaczyna produkowaé¢ nonsensownych
hipotez.

(hair = blonde) A (temp. = —1) = (Heat = Yes)

0.37 Uzupelnianie w oparciu o dane

Metody zupelniania w oparciu o dane:

e Metody lokalne. Zastap braki wykorzystujac informacje o rozkladzie
jednego atrybutu.

e Metody globalne. Zastap braki wykorzystujac informacje o rozktadzie
wszystkich atrybutéw
(calych danych).



0.38 Metody lokalne

Najpopularniejsze metody lokalne:

e Ustalamy domys$lng wartosé dla atrybutu.

e Zastepujemy brakujace wartosci mediang po wartosciach atrybutu wy-
stepujacych w préobece. Ta metoda dziata pod warunkiem, ze mediana
ma jaka$ interpretacje. Wziecie zwyktej sredniej nie jest zalecanym
posunieciem. Dla atrybutéw dyskretnych/tekstowych mozemy zamiast
mediany wstawi¢ najczesciej wystepujaca wartoscé.

0.39 Metody lokalne

Zastepowanie wielokrotne (uzupelnianie kombinatoryczne). Uzupelniany obiekt
jest zastepowany przez zbiér nowych, po jednym na kazda mozliwa wartosé
brakujacego atrybutu.

To podejscie sprawdza sie tylko dla danych o stosunkowo niewielkiej licz-
bie brakujacych wartosci i atrybutéw o matej liczbie mozliwych wartosci. Dla
wiekszych danych i skomplikowanych atrybutéw moze dojs¢ do eksplozji
kombinatorycznej.

0.40 Metody globalne

Estymujemy globalny rozklad przykladéw na podstawie probki treningowe;j.
Nastepnie wstawiamy w brakujace miejsce wartosé, ktora jest najbardziej
prawdopodobna wedlug tak wyznaczonego rozktadu. Mozemy mieé¢ kontrole
nad parametrami estymatora, a takze nakladaé¢ inne dodatkowe ogranicze-
nia.

Jedna z najbardziej popularnych metod estymacji jest algorytm EM
(Expectation Maximization) - technika znajdowania estymacji dla wielowy-
miarowych ztozonych rozktadéw gaussowskich. Technike ta omoéwimy pdz-
niej w kontekscie grupowania pojeciowego.

0.41 Wpyréwnywanie, formatowanie

Wyréwnywanie i formatowanie danych (ang. aligning ) — w wielu przypad-
kach dokonujemy pewnych prostych transformacji atrybutéw, aby zapewnié
sobie wlasciwe dziatanie algorytmu uczacego.

Typowe przyktady:

e Normalizacja - sprowadzenie do przedziatu [0,1].
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e Przesuniecie wartosci o stala.

e Zmiana skali na logarytmiczna.

0.42 Wygtadzanie

Wygladzanie (ang. presmoothing) - gdy wartosci atrybutu sa nieprecyzyjne,

zaktécone lub podlegaja nadmiernym wahaniom. W takich sytuacjach zbior

wartosci powinien zosta¢ “wygladzony”. Nazwa pochodzi ze statystyki.
Typowe zastosowanie - analiza szeregdéw czasowych.

0.43 Dyskretyzacja

Niektére metody uczenia albo wprost zaktadaja, ze zbiér watosci atrybutu
jest dyskretny, albo dzialajg lepiej gdy tak jest. Dlatego pojawia sie zapo-
trzebowanie na metody odpowiedniej zamiany zbioréw wartosci atrybutow.
Dyskretyzacja — zwykle rozumiana jako zamiana atrybutéw ciaglych na
dyskretne (symboliczne).
Grupowanie lub kwantyzacja - zmniejszanie rozmiaru przestrzeni warto-
Sci atrybutu (zwykle dyskretnego) przez sklejenie pewnych jego wartosci.

0.44 Dyskretyzacja
Dwie metody kategoryzacji algorytméw dyskretyzacji (grupowania):
e Arbitralne vs. oparte na mierze.

e Lokalne vs. globalne.

0.45 Nadzorowane vs. oparte na mierze

Bez nadzoru (arbitralne) - Dzielimy przestrzen atrybutu na mniejsze kawaltki
w sposéb arbitralny, bez ogladania si¢ na zaleznosci miedzy atrybutami i na
decyzje (etykiete).

Nadzorowane (oparte na mierze) - Wykorzystujemy pewna numeryczna
miare wyliczang dla zbioru danych, aby oceni¢ czy dany podzial atrybutu
poprawia sytuacje.

Przyktad: dyskretyzacja wykorzystujaca miare entropii i regute MDL
(Minimal Description Length).
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0.46 Lokalne vs. globalne

Lokalne — jeden atrybut na raz. Zmienia sie zbiér wartosci tylko jednego
atrybutu.

Globalne — rézne (czasem wszystkie) atrybuty na raz. Przebudowa przy-
ktadow, mozliwa jest konstrukcja nowych i/lub usuwanie istniejacych atry-
butéw.

0.47 Wyboér atrybutow

Fakt — niewlasciwe atrybuty obnizaja jako$¢ dziatania algorytméw uczacych
sie.

Fakt — nie da sie wywnioskowaé sensownej hipotezy z bezsensownych
danych.

0.48

Theory in when we know everything
and nothing works.
Practice is when everything works
and no one knows why.
We combine theory with practice,
nothing works and no one knows why.

12



