Komitety



Komitet?

anglojezyczne odpowiedniki: ensemble, committee
jest czyms$ w rodzaju gtosowania ekspertow

daje mozliwos¢ optymalnego potaczenia wynikow
otrzymanych przez rézne modele

kazdy taki model jest owym ekspertem, czyli jest
wyspecjalizowany w jakims kierunku — jest to wymagane,
aby komitet wnosit co$ nowego



Zalety i wady

ogdlniejsze (w sensie mniej stronnicze) rozwigzywanie
problemow — zmniejszenie bledu wynikajacego z
dopasowania do danych

polepszenie 1 stabilizacja otrzymywanych wynikow
podziat na moduly — wazne przy ztozonych problemach
zmniejszenie zlozonosci obliczeniowe

niejasne powody podeymowanych decyzji (mamy do
czynienia z roznymi modelami)



Ogolna architektura

Przykiad ilustruje schemat komitetu klasyfikujacego, do
ktorego nalezy N sieci neuronowych. Wyjscie komitetu (0)
jest tworzone na podstawie wyjs¢ (0,) poszczegolnych sieci.
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Modele w komitetach

« Komitety homogeniczne — sktadajg si¢ z jednego typu
modeli np. drzew decyzji — rdznice takich modeli
uzyskujemy poprzez trenowanie ich na réznych
podzbiorach danych treningowych (cross-walidacja) lub z
roznymi parametrami

« Komitety heterogeniczne — zbudowane z réznych typow
modeli np. potaczenie drzew decyzji 1 sieci neuronowych w
jednym komitecie



Glosowania

» Glosowanie proste — wigkszoscig glosow; wygrywa klasa,
ktora wybrato wigkszos¢ modeli

« Glosowanie wazone — kazdemu modelow1 przypisujemy

wage jego glosu, ktdra z biegiem czasu moze si¢ zmieniac
lub taka, ktora jest adekwatna do danego zadania

* Glosowanie wybranych — decyduja jedynie istotne glosy np.
o wysokiej (wigkszej od ustalonej) wartosci estymacii
(prawdopodobienstwa)



Metody redukcji bledow

Metody redukujace sprzecznosci (wariancje):
* bagging — Breiman (1998)
* boosting — Freund and Schapire (1996)

Metody redukujace dopasowywanie do danych:
» stacking — Wolpert (1992)



Bagging

* metoda bootstrap generujemy m réznych zbiorow (probek)
wybierajac k pozycji z k-elementowego zbioru danych
treningowych z zastepowaniem — ¢z¢SC pozycji moze
pojawiC si¢ wigce] niz raz, inych moze nie by¢ w ogole

 trenujemy kazdy model na innej takiej probce zbioru
treningowego (imitacja uczenia na roznych zbiorach
treningowych)

* wyjscie komitetu otrzymujemy przez proste usrednienie lub
glosowanie



Boosting

* podzbiory treningowe oraz klasyfikatory tworzone sa
sekwencyjnie w przeciwienstwie do baggingu, w ktorym
tworzone sg one losowo 1 niezaleznie (rownolegle) juz od
pierwszego kroku algorytmu

* przechowywane sa wagi dla kazdej instancji ze zbioru
danych treningowych — im wyzsza waga, tym mocnic;j
instancja wptywa na uczenie klasyfikatora (poczatkowo
wagl micjujemy rOwnymi wartosciami)



Boosting c.d.

* w kazdym kroku zmieniane sq wagi klasyfikatorow w taki
sposob, 1z niepoprawnie sklasyfikowane obiekty otrzymuja
wicksze wagi w nowym, zmodyfikowanym zbiorze
treningowym

e koncowa decyzja jest ustalana w wyniku gtosowania, w
ktorym glos kazdego klasyfikatora jest funkcja jego
doktadnosci (precyzji)

* 1stniejq rdzne odmiany boostingu — najbardziej popularna
jest AdaBoost.M1



AdaBoost.M1

Niech o 0znacza wagg instancji x w probie o numerze ¢

e zainicjuj wszystkie wagi o ' na 1/n, gdzie n jest 1loscia
wektorow treningowych (instancji)

e dla prob o numerze =1, 2, ..., T wykona;:

utworz klasyfikator C' z danych instancji przy rozktadzie wag o'

oblicz blad ¢ tego klasyfikatora, jako sume wag niepoprawnie
sklasyfikowanych instancji

jesli ¢ > 0.5, to przerwij procedur¢ oraz zamien 7' na f — 1

jesli ¢ = 0, to przerwij procedurg oraz przyjmij 7=t

w pozostatych przypadkach utworz wektor wag w*! dla kolejne;
proby poprzez przemnozenie wag instancji, ktore C' poprawnie
sklasyfikowat przez czynnik f' = ¢’/ (1 — &) a nastepnie ich
normalizacje

* koncowy wynik jest sumg gtosow klasyfikatorow C', ..., C7,
przy czym kazdy gtos ma wartos¢ log(1/5")



Bagging i boosting

bagging wymaga aby system uczacy nie byl trwaty (staty) —
kazda mata zmiana na zbiorze treningowym powinna
prowadzi¢ do utworzenia nowego klasyfikatora

boosting nie chroni przed uzywaniem systemow uczacych,
ktore stabo przewidujq (1ch btad na danym przedziale moze
utrzymywac si¢ ponizej 50%)

10 1teracy1 (10 klasyfikatorow) moze zmniejszy¢ poziom
btedu nawet o 10% do 19% (Quinlan, 1996)

obie metody polepszaja doktadnos¢ algorytmow, ktore sa
niestabilne (Breiman, 1998)



AdaBoost vs bagging

Wyniki eksperymentu przeprowadzonego przez Breimana.
Komitet ztozony z drzew decyzji typu CART.

Podane wartosci to biedy (w procentach) na danym zbiorze.

Data Set AdaBoost  Bagging
heart 1.1 2.8
breast cancer 3.2 3.7
ionosphere 6.4 7.9
diabetes 26.6 23.9
glass 22.0 23.2
soybean 5.8 6.8
letters 34 6.4
satellite 8.8 10.3
shuttle 0.007 0.014
DNA 4.2 5.0
digit 6.2 10.5

Source: Breiman, L.. Combining predictors, in Combining
Artificial Neural Nets, Sharkey, A.J.C., Ed.. Springer-Verlag,
New York. NY. 1999,




Stacking

technika wykorzystujaca wielopoziomowe uczenie zamiast
glosowania

wejsciowy zbidr danych tworzy poziom zerowy, na ktorym
ucza si¢ wszystkie bazowe klasyfikatory

na dane poziomu pierwszego sktadaja si¢ wyjscia bazowych
klasyfikatorow

w kolejnym etapie jako wejscie traktujemy dane pierwszego
poziomu, a jako wyjscie koncowa klasyfikacije

1 podobnie dla kolejnych poziomow...



Stacking c.d.

 stacking jest bardziej wyrafinowana metoda cross-walidaci,
ktora moze zmniejszy¢ blad spowodowany dopasowaniem do
danych

 zalecane jest uzywanie jak najmniej podobnych typoéw
klasyfikatorow, w celu zmniejszenia 1losci btedow korelacii
danych

* okolicznosci, w jakich stacking ,,dziala” sg ciggle nieznane
(Wolpert, 1992)



Koniec



