Marek Czarnecki

Cwiczenie nr 5 - Klasyfikacji zbioréw wielowymiarowych danych z
wykorzystaniem sieci neuronowych (badanie wlasnosci klasyfikatora

typu bagging).

1. Cele ¢wiczenia

o Wybra¢ trzy zbiory danych z repozytorium UCI. Podzieli¢ kazdy zbiér (pelnowymiarowy) na zbiér do
uczenia i testowania. Dokonac uczenia na zbiorze testowym przy pomocy dwdéch sieci neuronowych.
Jedna ze stosunkowo niewielka liczba neuronéw, druga z duzo wigksza.

o Znalez¢ jakos¢ klasyfikacji dla kazdych danych i kazdej sieci jako $rednia z wynikéw klasyfikacji na
zbiorach testowych (+ wariancja) dla co najmniej 5 ré6znych wyboréw zbioru treningowego i
testowego.

o Na jak najprostszej dwuwarstwowe;j sieci neuronowej zbudowac klasyfikator typu bagging (trenowanie
sieci na r6znych podzbiorach zbioru treningowego) i sprawdzi¢ dla najtrudniejszego do klasyfikacji
zbioru UCI czy otrzymany wynik klasyfikacji jest lepszy niz otrzymany przy pomocy skomplikowane;j
sieci neuronowe;.

2. Wprowadzenie teoretyczne

Sztuczna sie¢ neuronowa (SSN) to ogdlna nazwa struktur matematycznych i ich programowych lub
sprz¢towych modeli, realizujacych obliczenia lub przetwarzanie sygnatéw poprzez rzgdy elementéw,
zwanych neuronami, wykonujacych pewna podstawowa operacj¢ na swoim wejsciu. Oryginalng inspiracja
takiej struktury byta budowa naturalnych uktadéw nerwowych, w szczeg6lnosci mézgu. Czasem mianem
sztuczne sieci neuronowe okresla si¢ interdyscyplinarng dziedzing wiedzy zajmujaca si¢ konstrukcja,
trenowaniem i badaniem mozliwosci tego rodzaju sieci.

Cecha wspdlna wszystkich sieci neuronowych jest to, ze na ich strukturg sktadaja si¢ neurony potaczone ze
soba synapsami. Z synapsami zwiazane sa wagi (patrz Rys. 2, np. wil), czyli warto$ci liczbowe, ktérych
interpretacja zalezy od modelu oraz fakt, iz przetwarzaja wektor wejsciowy X na wektor wyjsciowy Y (Rys.
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Rys. 1 Przyktadowy schemat Sieci Neuronowej (Multi Layer Perceptron)
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Rys. 2 Model Neuronu (w - wagi synaptyczne, ui - suma, f(ui) - funkcja aktywacji)

Sieci jednokierunkowe (np. Rys. 1)

Sieci jednokierunkowe to sieci neuronowe, w ktorych nie wystgpuje sprzgzenie zwrotne, czyli pojedynczy
wzorzec lub sygnatl przechodzi przez kazdy neuron doktadnie raz w swoim cyklu. Najprostsza siecia
neuronowa jest pojedynczy perceptron progowy, opracowany przez McCullocha i Pittsa w roku 1943. W
bardziej zaawansowanych rozwiazaniach stosuje si¢ funkcje przejscia. Najpopularniejsza klasg funkcji
stosowanych w sieciach neuronowych stanowia funkcje sigmoidalne, np. tangens hiperboliczny. Sie¢
zbudowana z neuronéw wyposazonych w nieliniowa funkcjg przejscia ma zdolno$¢ nieliniowej separacji
wzorcoéw wejsciowych. Jest wigc uniwersalnym klasyfikatorem. Do uczenia perceptronéw
wielowarstwowych stosuje si¢ algorytmy spadku gradientowego, migdzy innymi algorytm propagacji
wsteczne;j.

Sieci rekurencyjne

Mianem sieci rekurencyjnej okresla si¢ sie¢, w ktorej potaczenia migdzy neuronami stanowig graf z cyklami.
Wsrdd réznorodnosci modeli rekurencyjnych sztucznych sieci neuronowych wyrézni¢ mozna:
o sie¢ Hopfielda - uktad gesto polaczonych ze soba neuronéw (kazdy z kazdym, ale bez polaczen
zwrotnych) realizujaca dynamike gwarantujaca zbieznos$¢ do preferowanych wzorcow
o maszyna Boltzmanna - opracowana przez Hintona i T. Sejnowskiego stochastyczna modyfikacja sieci
Hopfielda; modyfikacja ta pozwolila na uczenie neuronéw ukrytych i likwidacj¢ wzorcow
pasozytniczych, kosztem zwigkszenia czasu symulacji.
Sieci Hopfielda i maszyny Boltzmanna stosuje si¢ jako pamigci adresowane kontekstowo, a takze do
rozwiazywania probleméw minimalizacji (np. problemu komiwojazera).

Samoorganizujace si¢ mapy

Samoorganizujace si¢ mapy (Self Organizing Maps, SOM), zwane tez sieciami Kohonena to sieci neuronéw,
z ktérymi sa stowarzyszone wspdtrzedne na prostej, ptaszczyznie lub w dowolnej n-wymiarowej przestrzeni.
Uczenie tego rodzaju sieci polega na zmianach wspétrzednych neuronéw, tak aby dazyty one do wzorca
zgodnego ze struktura analizowanych danych. Sieci zatem "rozpinajg si¢" wokét zbioréw danych,
dopasowujac do nich swoja strukture. Sieci te stosowane sa do klasyfikacji wzorcéw, np. gtosek mowy
ciaglej, tekstu, muzyki. Do najciekawszych zastosowan nalezy rozpinanie siatki wokét komputerowego
modelu skanowanego obiektu.

Sztuczne sieci neuronowe znajduja zastosowanie w rozpoznawaniu i klasyfikacji wzorcéw (przydzielaniu

wzorcom kategorii), predykcji szeregéw czasowych, analizie danych statystycznych, odszumianiu i
kompresji obrazu i dzwigku oraz w zagadnieniach sterowania i automatyzacji.

3. Rezultaty

o Wybdr danych do analizy:

1. Zbidr - pendigits ( http://www.ics.uci.edu/~mlearn/databases/pendigits/). Zawiera on dane




reprezentujace cyfry zapisywane na tablecie graficznym. Kazda cyfra zapisana jest jako 8
elementowy wektor wspétrzednych (x,y) pomierzonych przez urzadzenie w réwnych odstgpach
czasu - probkowanie (wlasciwie wspotrzedne te sa interpolowane, ze wzgledu na zmienna
dlugo$¢ wektoréw wspétrzednych uzyskiwanych z tabletu, zalezng od piszacego i rodzaju cyfry).
Baza zawiera zbidr danych uczacych (pendigits.tes) i zbiér danych testowych (pendigits.tra).
Problemem do rozwiazania jest rozpoznanie cyfr ze zbioru testowego na podstawie danych
uczacych. Zbidr testowy zostal utworzony przez inne osoby niz zbior uczacy.

2. Zbidr - satimage http://mlearn.ics.uci.edu/databases/statlog/satimage/). Zbidr zawiera 36
atrybutéw bedacych wartosciami pikseli obrazu satelitarnego. Celem klasyfikacji w tym
przypadku jest okreslenie rodzaju fotografowanego podtoza (red soil, cotton crop, grey soil,
damp grey soil, soil with vegetation stubble, mixture class (all types present),very damp grey
soil).

3. Zbidr - vehicle (http://mlearn.ics.uci.edu/databases/statlog/vehicle). Zbior ten zawiera rekordy
ztozone z 18 atrybutéw opisujacych sylwetke samochodu uzyskanych ze zdjgcia (np:
wspotczynniki zwartosci, kolistosci). Celem klasyfikacji jest okreslenie marki samochodu
(OPEL Manta, SAAB 9000, double decker bus, Cheverolet Van) na podstawie podanych cech.

o Wizualizacja (PCA)
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Rys. 3 Pendigits wizualizacja 2D
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Rys. 4 Satimage wizualizacja 2D
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Rys. 5 Vehicles wizualizacja 2D
o Symulacje

W ponizszej tabeli zaprezentowano wyniki symulacji wykonywanych dla dwéch sieci neuronowych -
matej (16 w warstwie wejsciowej, 10 w ukrytej i 1 na wyjsciu) oraz duzej (64 we, 40 hid, 1 wy). Dla
kazdego zbioru wykonano po 6 symulacji. W tabeli pokazano uzyskane rezultaty (warto$ci okreslaja
stosunek trafionych préb do wielkosci zbioru testowego). Tabela prezentuje warto$¢ maksymalnag
(MAX), $rednia (AVE), i odchylenie standardowe (STD). Jak widzimy najstabiej wypadto
klasyfikowanie samochoddéw, dlatego ten zbiér postuzy do nastgpnego etapu ¢wiczenia, czyli
zastosowania klasyfikatora typu bagging.



Mata siec [16 10 1]

Duia sied (B4 40 1]

MAX AVE STD MAX AVE STD
pendigits|] 0.5334| 0.7305) 0.1157] 0.7189] 0.BEIS 0517
satimage] 07710 07267 00335] 06955 06747 00329
vehicles| 0.7060) 0.6613| 00395 06520 063400 00144

Zasada dziatania metody "Bagging":

= metoda bootstrap generujemy m réznych zbiorow (prébek) wybierajac k pozyciji z k-
elementowego zbioru danych treningowych z zastepowaniem czesc pozycji moze pojawic sie

wiecej niz raz, innych moze nie byc w ogole,

= trenujemy kazdy model na innej takiej prébce zbioru treningowego (imitacja uczenia na réznych

zbiorach treningowych)

= wyjsScie z systemu otrzymujemy przez usrednienie lub gtosowanie.

YEHICLES
MAX AVE STD
Mala sied| 07060| 06613| 00396
Duzasied| 06520 0F340| 0.0144
bagging| 0.7500| 07133 0.0197

4. Wnioski

o Zbyt matla ilo§¢ neuronéw powoduje zmniejsza skuteczno$¢ klasyfikacji (siec niedouczona),
o Siec¢ ze zbyt duzg iloscia neuronéw moze charakteryzowac si¢ stabymi mozliwosciami generalizacji

(sie¢ przeuczona), powodujacymi zwigkszenie btedu klasyfikacji,

o Dla danego zbioru danych powinna si¢ znalez¢ optymalna struktura Sieci, dajaca najlepsze mozliwosci

generalizacji,

o Zastosowanie metody "bagging" powoduje zmniejszenie btedu klasyfikacji, Metoda "bagging"

wykorzystuje wiele sieci z mata iloscia neuronéw (klasyfikatoréw prostych).

o Metoda "bagging" dzigki losowaniu préb uczacych, poprawia ich "reprezentatywnos$¢", zwigkszajac w

ten sposéb skutecznos$¢ uczenia.

Kody: Cwiczenie, Bagging,




