Cwiczenie nr. 5

Celem ¢wiczenia jest zaznajomienie sie ze skutecznosciq klasyfikowania obiektow
przy pomocy sztucznych sieci neuronowych a takze implementacja i demonstracja
dziatania klasyfikatora typu ,bagging”.

Schemat realizacji cwiczenia:
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1. Wybor i opis analizowanych zbiorow

Do przeprowadzenie ¢wiczenia wykorzystano przyktadowe zbiér danych pochodzacy
ze strony http://www.ics.uci.edu/~mlearn/MLRepository.html

1.1. Zbior wine.data

Plik ten zawiera dane opisujace 3 klasy:

e klasa: 1 ilos¢ elementow: 59 33 %
e Kklasa: 2 ilos¢ elementow: 71 40 %
e klasa: 3 ilos¢ elementow: 48 27 %

Razem 178 probek.
Dane opisane sg na 13 numerycznych atrybutach, ktére zawierajg chemiczng analize

winogron rosnacych w tym samym rejonie Wioch ale dostarczonych przez réznych
plantatorow.

1.2. Zbior glass.data

Plik ten zawiera dane opisujace 7 klas:

e klasa: 1 ilos¢ elementdéw: 70 33 %
e klasa: 2 ilos¢ elementéw: 76 35 %
e klasa: 3 ilos¢ elementéw: 17 8 %
e klasa: 4 ilos¢ elementdéw: 0 0 %
e klasa: 5 ilos¢ elementdéw: 13 6 %
e klasa: 6 ilos¢ elementdéw: 9 4 %
e klasa: 7 ilos¢ elementdéw: 29 14 %

Razem 214 probek.

Dane opisane sg na 9 numerycznych atrybutach, ktdra zawierajq informacje
o zawartosci okreslonego skfadnika chemicznego w danym rodzaju szkia.

1.3. Zbior iris.data

Plik ten zawiera dane opisujace 3 klasy:

e klasal ilos¢ elementdw: 50 33 %
e klasa 2 ilos¢ elementdw: 50 33 %
e klasa 3 ilos¢ elementdw: 50 34 %

Razem 150 probek.

Dane opisane sg na 4 numerycznych atrybutach, ktdre okreslajg informacje na temat
wielkosci lisci i ptatkdow pewnej rodziny kwiatow Iris.



2. Zastosowanie PCA 2-D oraz wizualizacja danych

Dla kazdego zbioru danych przeprowadzono operacje PCA 2-D oraz przeprowadzono
wizualizacje otrzymanych danych na wykresie. Zarédwno PCA jak i wizualizacje
przeprowadzono na catym zbiorze danych, zawierajacym zaréwno dane uczace jak
i dane testujace.

clear all;

D=load('iris.data'); %D=load('wine.data'); %D=load('glass.data');
klasy=D(:,1); %dane=D(:,2:13); %dane=D(:,2:9);

dane=D(:,2:4);

$normalizacja

[Ilosc, Rozmiar] = size(dane);
for h = 1:Rozmiar

dane_znormalizowane(:,h) = (dane(:,h) - mean(dane(:,h)))/std(dane(:,h));
end

cov=pcacov (dane_znormalizowane) ;
dane_pca=dane_znormalizowane*cov;
dane2d=dane_pca(:,1:2);

znaczniki = {'.b','og', 'xr',"*c','om', "sy"', 'dk'};
hold all
for £ = 1:Ilosc

plot (dane2d(f,1l),dane2d (f£,2), znaczniki{klasy(£f)});
end;
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Rysunek 1 - wizualizacja wine.data
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Rysunek 3 - wizualizacja iris.data



3. Zastosowanie PCA 3-D oraz wizualizacja danych

Dla kazdego zbioru danych przeprowadzono operacje PCA 3-D oraz przeprowadzono
wizualizacje otrzymanych danych na wykresie. Zarédwno PCA jak i wizualizacje
przeprowadzono na catym zbiorze danych, zawierajacym zaréwno dane uczace jak
i dane testujace.

clear all;

D=locad('iris.data'); %D=load('wine.data'); %D=load('glass.data');
klasy=D(:,1); %dane=D(:,2:13); %dane=D(:,2:9);

dane=D(:,2:4);

$normalizacja

[Ilosc, Rozmiar] = size(dane);
for h = 1:Rozmiar

dane_znormalizowane(:,h) = (dane(:,h) - mean(dane(:,h)))/std(dane(:,h));
end

cov=pcacov (dane_znormalizowane) ;
dane_pca=dane_znormalizowane*cov;
dane2d=dane_pca(:,1:3);

znaczniki = {'.b','og', 'xx',"*c','om', "'sy', "dk'};
hold all
for £ = 1:Ilosc
plot3(dane2d(f,1),dane2d(f,2),dane2d(f,3), znaczniki{klasy(f)});

end;
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Rysunek 4 - wizualizacja wine.data
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Rysunek 6 - wizualizacja iris.data



4. Podziat plikow na dane uczace oraz dane testujace

Pliki z danymi pieciokrotnie podzielono na zbiory uczace oraz zbiory testujace.
Podczas podziatu starano sie zachowac proporcje 85% danych uczacych, 15%
danych testujacych. Podczas wybierania danych testujacych starano sie aby
w kolejnych zestawach danych znajdowaty sie rézne przypadki. Dodatkowo, do
zbioréw testujacych starano sie wybrac trudniejsze przypadki, tzn. takie ktore
znajdowaty sie na granicy klastrow. Podczas podziatu positkowano sie danymi
uzyskanymi z metody kNN dla k=9.

4.1. Zbior wine.data

Plik ten zawiera dane opisujace 3 klasy:

e klasa: 1 ilo$¢ elementéw: 59 uczace: 50 testujace: 9
e klasa: 2 ilos¢ elementdw: 71 uczace: 61 testujace: 10
e klasa: 3 ilo$¢ elementdéw: 48 uczace: 41 testujace: 7

Razem 178 prdbek podzielono na 5 réznych zbiordw zawierajacych:
e 152 prébki uczace
e 26 prébki testujace

4.2. Zbior glass.data

Plik ten zawiera dane opisujace 7 klas:

e klasa: 1 ilo$¢ elementdéw: 70 uczace: 60 testujgce: 10
e klasa: 2 ilos¢ elementdéw: 76 uczace: 65 testujace: 11
e klasa: 3 ilos¢ elementdéw: 17 uczace: 15 testujace: 2
o klasa: 4 ilo$¢ elementdéw: 0 uczace: 0  testujace: 0
e klasa: 5 ilos¢ elementdéw: 13 uczace: 11 testujace: 2
e klasa: 6 ilo$¢ elementdéw: 9 uczace: 8  testujace: 1
e klasa: 7 ilo$¢ elementdéw: 29 uczace: 25 testujace: 4

Razem 214 prébek podzielono na 5 réznych zbioréw zawierajacych:
e 184 probki uczace
e 29 prébki testujace

4.3. Zbior iris.data

Plik ten zawiera dane opisujace 3 klasy:

e klasa 1 iloS¢ elementoéw: 50 uczace: 42 testujace: 8
e klasa 2 ilo$¢ elementow: 50 uczace: 42 testujace: 8
e klasa 3 iloS¢ elementoéw: 50 uczace: 42 testujace: 8

Razem 214 prébek podzielono na 5 réznych zbioréw zawierajacych:
e 126 probki uczace
e 24 prébki testujace



5. Opis zastosowanej sieci NN

Do realizacji niniejszego ¢wiczenie wykorzystano oprogramowanie Matlak 7.1 oraz
zaimplementowang sie¢ neuronowg typu LVQ.

Sie¢ neuronowa typu LVQ (ang. Learning Victor Quantization) stanowi wariant sieci
klasyfikujacej, opartej na zasadzie wspotzawodnictwa miedzy neuronami. Warstwa
ukryta (tzw. Warstwa Kohonena) dokonuje klasyfikacji prezentowanych sieci
wektorédw wejsciowych, za$ warstwa wyjsciowa sktada sie z tylu neurondw, ile klas
podlega klasyfikacji. Warstwa Kohonena jest podzielona na grupy neurondéw; kazdej
Z grup przypisuije sie jedng klase wektoréw wejsciowych.

Wejsciem klasyfikatora sg zestawy danych wejsciowych zawierajagce cechy danej
probki (w zaleznosci od pliku zawierajq rézno ilos¢ cech, dla PCA 2D sg to 2 cechy,
dla petnego zbioru i pliku wine.data jest to 13 cech). Sie¢ uczona byla w trybie
nadzorowanym, czyli kazdemu elementowi wejsciowemu przypisano liczbe 1,2,...7
odpowiadajgca przynaleznosci do jednej z kilku grup.

Do treningu sieci wykorzystano dane przygotowane zgodnie z opisem w punkcie 4.

Poprawno$¢ klasyfikacji zostata zweryfikowania poprzez uzycie zestawu danych
testujacych (przygotowanych zgodnie z opisem w punkcie 4.).

5.1. Konfiguracja sieci NN

Generalnie uzyto standardowych parametrow sieci LVQ. Podczas inicjalizacji sieci za
pomocg polecenia newlvg konfigurowano jedynie iloS¢ neurondw oraz stopien
prawdopodobienstwa przynaleznosci do danej klasy. Stopien przynaleznosci zostat
obliczony i wskazany w punkcie 1. IloS¢ krokdw uczacych pozostawiono bez zmian, i
wynosi ona 100.

Przyktadowa inicjalizacja sieci neuronowej:

net = newlvqg(minmax(P),10,[.33 .40 .27]);

5.2. Obserwacja dziatania sieci NN

Podczas procesu uczenia sieci generowany jest wykres postepow uczenia
(przyktadowe wykresy zostaty umieszczone w kolejnych punktach opracowania).

Skrypt konczy sie wysSwietleniem wyniku dla symulacji przeprowadzonej na zbiorze
testujgcym. Wynik zawiera informacje o ilos¢ elementéow w zbiorze testujacym, ilosci
elementéw poprawnie rozpoznanych oraz procent poprawnie rozpoznanych danych.
Przyktadowy wynik dziatania skrypty wyglada nastepujaco:

Wynik =
29.0000 15.0000 51.7241



6. Zastosowanie sieci NN na danych po PCA 2D

Dla kazdego z przygotowanych par zbioréw (dane uczace, dane testujace) przeprowadzono
PCA 2D nastgpnie otrzymane dane postuzyty do uczenie sieci NN oraz do weryfikacji.

clear all;
u=load('wine_data_ul.txt'");
t=load('wine_data_tl.txt");
$u=load('glass_data_ul.txt"');
$t=load('glass_data_tl.txt");
(
(

$u=load('iris_data_ul.txt');
$t=load('iris_data_tl.txt'");

[ile_u, r]=size(u);
[ile_t, r]=size(t);
c=cat(l,u,t);
klasy=c(:,1);
dane=c(:,2:r-1);

$normalizacja

[Ilosc, Rozmiar] = size(dane);
for h = 1:Rozmiar

dane_znormalizowane(:,h) = (dane(:,h) - mean(dane(:,h)))/std(dane(:,h));
end

cov=pcacov (dane_znormalizowane) ;
dane_pca=dane_znormalizowane*cov;
dane=dane_pca(:,1:2); %$dane=dane_pcal(:,1:3);

dane_u=dane(l:ile_u, :);
dane_t=dane(ile_u+l:ile_u+ile_t, :);
klasy_u=klasy(l:ile_u, :);
klasy_t=klasy(ile_u+l:ile_u+ile_t,:);

P=dane_u;
Tc=klasy_u;

T = ind2vec (Tc);

P=shiftdim(P,1);

net = newlvqg(minmax(P),1 [.33 .40 .271); Swine

%$net = newlvg(minmax(P), ,[.33 .35 .08 .00 .06 .04 .14]1); %glass
%$net = newlvg(minmax(P), ,[.33 .33 .341); %iris

net = train(net,P,T);

PT=dane_t;

TTc=klasy_t;
PT=shiftdim(PT, 1) ;
Y = sim(net,PT);
Yc = vec2ind(Y);
Yc=shiftdim(Yc, 1) ;
W=cat (2, TTc,Yc);
c=0;
for h = 1l:ile_t

if (W(h,1)==W(h,2))

c=c+1;

end;
end
p=c/ile_t*100;
Wynik=[ile_t c pl;
Wynik
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Rysunek 7 - przykladowy wykres uczenia si¢ sieci NN dla 10 neuronéw

Tabela 1 - tabela wynikow z przeprowadzonych eksperymentéw NN dla PCA 2D

Dane Prébka Wyniki
Plik tezstt’g;’,y nei'r‘(’frféw 1 2 3 4 5 Srednia Wariancja
10 23,0 885% 24,0 92,3% 250 96,2% 24,0 92,3% 250 96,2% | 24,2 93,1% 0,7 0,1%
' 100 |240 923% 24,0 923% 250 962% 24,0 92,3% 250 96,2% |24,4 93,8% 0,3 0,0%
wne %0 1000 23,0 88,5% 24,0 923% 250 962% 250 962% 250 96,2% |24,4 938% 08 0,1%
10000 |[17,0 654% 18,0 69,2% 18,0 69,2% 18,0 69,2% 17,0 654% | 17,6 67,7% 0,3 0,0%
Srednia 21,8 83,7% 22,5 86,5% 23,3 89,4% 22,8 87,5% 23,0 885% |22,7 871% 03 0,0%
10 19,0 655% 50 17,2% 150 51,7% 19,0 655% 13,0 44,8% | 14,2 49,0% 33,2 3,9%
100 |19,0 655% 16,0 552% 16,0 552% 16,0 552% 13,0 44,8% | 16,0 552% 4,5 0,5%
dess 20 1000 19,0 655% 150 51,7% 14,0 48,3% 150 51,7% 13,0 44,8% [152 52,4% 52 0,6%
10000 [150 51,7% 12,0 41,4% 12,0 41,4% 12,0 41,4% 12,0 41,4% [ 12,6 434% 1,8 0.2%
Srednia 18,0 62,1% 12,0 41,4% 14,3 49,1% 155 53,4% 12,8 44,0% | 14,5 50,0% 57 0,7%
10 18,0 750% 19,0 79,2% 19,0 79,2% 20,0 83,3% 20,0 83,3% [19,2 80,0% 0,7 0,1%
3 100 |17,0 70,8% 21,0 87,5% 20,0 83,3% 19,0 79,2% 18,0 750% |19,0 792% 2,5 0,4%
" # 1000 [17,0 70,8% 19,0 79.2% 18,0 750% 19,0 79,2% 20,0 83,3% |18,6 77,5% 1,3 02%
10000 |[16,0 66,7% 14,0 583% 16,0 66,7% 16,0 66,7% 14,0 583% [ 152 633% 1,2 0,2%
Srednia 17,0 70,8% 18,3 76,0% 183 76,0% 185 77,1% 18,0 750% |180 750% 03 0,1%




7. Zastosowanie sieci NN na danych po PCA 3D

Dla kazdego z przygotowanych par zbioréw (dane uczace, dane testujace) przeprowadzono
PCA 2D nastgpnie otrzymane dane postuzyty do uczenie sieci NN oraz do weryfikacji.
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Rysunek 8 - przykladowy wykres uczenia si¢ sieci NN dla 1000 neuronéw

Tabela 2 - tabela wynikow z przeprowadzonych eksperymentow NN dla PCA 3D

Dane Prébka Wyniki
Plik tezst;io?/:y nelIJ:'(;)ér?éw 1 2 3 4 5 Srednia Wariancja
10 20,0 76,9% 26,0 100,0% 24,0 92,3% 22,0 84,6% 250 96,2% |23,4 90,0% 58 0,9%
) 100 22,0 84,6% 26,0 100,0% 24,0 92,3% 240 92,3% 250 96,2% |24,2 93,1% 22 0,3%
e 2 1000 23,0 88,5% 250 96,2% 24,0 923% 23,0 885% 240 92,3% |23,8 91,5% 0,7 0,1%
10000 |16,0 61,5% 16,0 61,5% 17,0 654% 18,0 69,2% 17,0 654% | 16,8 64,6% 0,7 0,1%
Srednia 20,3 77,9% 23,3 894% 22,3 856% 21,8 83,7% 228 875% 221 848% 13 0,2%
10 20,0 69,00 16,0 552% 16,0 552% 18,0 62,1% 12,0 41,4% | 16,4 56,6% 88 1,0%
100 19,0 655% 150 51,7% 17,0 58,6% 17,0 58,6% 13,0 44,8% | 16,2 559% 52 0,6%
dlass 29 1000 [20,0 69,0% 16,0 552% 150 51,7% 16,0 552% 12,0 41,4% | 158 54,5% 82 1,0%
10000 | 11,0 37,9% 150 51,7% 12,0 41,4% 16,0 552% 13,0 44,8% | 13,4 46,2% 43 0,5%
Srednia 17,5 60,3% 155 53,4% 150 51,7% 16,8 57,8% 12,5 43,1% | 155 53,3% 3,7 04%
10 18,0 75,0% 20,0 83,3% 20,0 833% 19,0 79,2% 20,0 833% |194 80,8% 08 0,1%
» 100 19,0 79,2% 23,0 958% 20,0 833% 20,0 833% 180 750% |20,0 833% 35 0,6%
" # 1000 21,0 87,5% 20,0 833% 21,0 875% 200 833% 17,0 70,8% | 19,8 825% 2,7 0,5%
10000 | 16,0 66,7% 14,0 58,3% 16,0 66,7% 16,0 66,7% 14,0 583% | 152 63,3% 1,2 0,2%
Srednia 185 0,0% 19,3 80,2% 19,3 80,2% 18,8 78,1% 17,3 719% | 18,6 77,5% 0,7 12,2%




8. Zastosowanie sieci NN na danych bez uzycia PCA

Dla kazdego z przygotowanych par zbioréw (dane uczace, dane testujace) przeprowadzono
uczenie sieci NN (na zbiorach uczacych) oraz do weryfikacjg sieci (na zbiorach testujacych).

lnef1, 13 Lhnrfz2, 11

b1l bz}
2 10 7

Rysunek 9 - wizualizacja sieci LVQ dla 7 klas i 10 neuronéw

clear all;
u=load('wine_data_ul.txt'");
t=]load('wine_ data_tl.txt');

[ile_u, r]=size(u);
[ile_t, r]=size(t);

P=u(:,2:1r);
Tc=u(:,1);

T = ind2vec (Tc);

P=shiftdim(P, 1) ;

net = newlvg(minmax(P),10,[.33 .40 .27]); Swine

$net = newlvg(minmax(P),1000,[.33 .35 .08 .00 .06 .04 .14]); %glass
$net = newlvg(minmax(P),1000, [.33 .33 .34]); %iris

net = train(net,P,T);

PT=t(:,2:r);
TTc=t(:,1);

PT=shiftdim(PT, 1) ;

Y = sim(net,PT);
Yc = vec2ind(Y);

Yc=shiftdim(Yc, 1) ;

W=cat (2,TTc, Yc);
c=0;
for h = 1:ile_t
if (W(h,1)==W(h,2))
c=c+1;
end;
end
p=c/ile_t*100;
Wynik=[ile_t c p]l;
Wynik
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Rysunek 10 - przykladowy wyKkres uczenia si¢ sieci NN dla 100 neuronéw

Tabela 3 - tabela wynikow z przeprowadzonych eksperymentéw dla NN bez PCA

Dane Prébka Wyniki
Plik tezstt’g;’,y nei'r‘(’frféw 1 2 3 4 5 Srednia Wariancja
10 18,0 69,2% 19,0 73,1% 16,0 61,5% 18,0 69,2% 17,0 654% | 17,6 67,7% 13 02%
' 100 |18,0 69,2% 16,0 61,5% 16,0 61,5% 16,0 61,5% 150 57,7% | 16,2 623% 1,2 0,2%
wne %0 1000 |18,0 69,2% 17,0 654% 16,0 61,5% 17,0 654% 17,0 654% | 17,0 654% 0,5 0,1%
10000 16,0 61,5% 16,0 61,5% 16,0 61,5% 17,0 654% 17,0 654% | 16,4 63,1% 0,3 0,0%
Srednia 17,5 67,3% 17,0 654% 16,0 61,54% 17,0 654% 16,5 63,5% | 16,8 64,6% 03 0,0%
10 18,0 62,1% 14,0 48,3% 14,0 483% 17,0 586% 16,0 552% | 158 54,5% 3,2 04%
100 |21,0 724% 150 51,7% 14,0 483% 17,0 58,6% 16,0 552% | 16,6 57,2% 7,3 0,9%
dess 20 1000 |22,0 759% 16,0 552% 14,0 483% 180 62,1% 16,0 552% | 17,2 593% 9,2 1,1%
10000 12,0 41,4% 11,0 37,9% 10,0 34,5% 150 51,7% 12,0 41,4% | 12,0 41,4% 3,5 0,4%
Srednia 18,3 62,9% 14,0 48,3% 13,0 448% 16,8 57,8% 150 51,7% | 154 53,1% 45 0,5%
10 22,0 91,7% 22,0 91,7% 23,0 958% 21,0 87,5% 21,0 87,5%|21,8 90,8% 0,7 0,1%
3 100 |22,0 91,7% 21,0 87,5% 23,0 958% 21,0 87,5% 21,0 87,5% [ 21,6 90,0% 0,8 0,1%
" # 1000 23,0 958% 21,0 87,5% 23,0 958% 21,0 87,5% 22,0 91,7% [ 22,0 91,7% 1,0 0,2%
10000 | 16,0 66,7% 16,0 66,7% 16,0 66,7% 16,0 66,7% 16,0 66,7% | 16,0 66,7% 0,0 0,0%
Srednia 20,8 86,5% 20,0 83,3% 21,3 885% 19,8 82,3% 20,0 83,3%|204 848% 04 0,1%




9. Zastosowanie metody , Bagging”

Bagging (Bootstrap Aggregating) to metoda umozliwiajgca polepszenie dziatania
klasyfikatora poprzez ogolnie méwigc zwielokrotnienie uzytych predykatorow.

Zasada dziatania metody ,Bagging”:
e metodq bootstrap generujemy m roznych zbioréw (probek) wybierajac
k pozycji z k-elementowego zbioru danych treningowych z zastepowaniem —

czeS¢ pozycji moze pojawic sie wiecej niz raz, innych moze nie by¢ w ogdle

e trenujemy kazdy model na innej takiej probce zbioru treningowego (imitacja
uczenia na roéznych zbiorach treningowych)

e wyjScie z systemu otrzymujemy przez proste usrednienie lub gtosowanie
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Tabela 4 - przykladowy zestawn danych oraz wylosowane zestawy uczace

D 1 2 3 4 5 6 7 8 9
D1 4 3 1 3 1 6 8 4 7
D2 3 9 9 7 3 5 1 3 2
D3 5 5 3 2 9 8 6 4 7
Dn 3 1 2 4 7 4 5 8 7




9.1 Implementacja generowania podzbiorow uczacych

Do prawidiowego dziatania klasyfikatora ,bagging” niezbedne bylo opracowanie
metody umozliwiajacej generowanie podzbioréw uczacych na podstawie zadanego
zbioru uczacego. Zadanie to realizuje ponizej przedstawiona funkcja:

function [P, Tcl=podzial_pliku(nazwa_pliku, prog)
u=load (nazwa_pliku) ;

[ile_u, r]=size(u);

c=0;
while c<ile_u
for h = 1:ile_u
if rand < prog
P=cat (1,P,u(h,2:r));
Tc=cat (1,Tc,u(h,1));

c=c+1;
if c==ile_u
break;
end
end
end
end

Parametrem wywotania funkcji jest nazwa pliku zawierajacego dane uczace oraz
prawdopodobienstwo wyboru probki. Gtéwna petla programu przeprowadza iteracje
tworzenia podzbioru do momentu, kiedy utworzony nowy podzbiér uczacy bedzie
zawierat takg samg ilos¢ elementow jak wejsciowy zbidr uczacy. Petla wewnetrzna
kilkakrotnie iteruje wszystkie elementy zbioru uczacego, dla kazdego elementu
sprawdzane jest prawdopodobienstwo czy element ten zostanie dodany czy tez nie
dodany do tworzonego podzbioru testowego. W ten sposéb w nowo utworzonym
podzbiorze testowym niektore elementy mogg sie powtorzyé, niektdre zas nie bedg
wystepowac.

9.2 Implementacja funkcji ,bagging”.

Implementacja polega na wygenerowaniu pewnej ilosci podzbioréow uczacych, ktore
zostajq wykorzystane do procesu nauczenia takiej samej ilosci sieci neuronowych.
Zadanie to realizowane jest w gtéwnej petli programu. Po przeprowadzeniu uczenia
dla kazdej z sieci neuronowych przeprowadzany jest procesy symulacji
z wykorzystaniem danych testowych. Uzyskane wyniki zapisywane sg do macierzy.

W ostatnim kroku dziatania algorytmu na podstawie danych zgromadzonych
w macierzy wynikdw przeprowadzana jest agregacja otrzymanych wynikéw
z poszczegolnej sieci a nastepnie obliczany jest stopien poprawnosci klasyfikacii
zbioru testowego.



Ponizej zamieszczono implementacje w Srodowisku Matlab:

clear all;

plik_u='wine_data_uéd.txt';
plik_t="'wine_data_t4d.txt';
ilosc_klas=3;

u=load(plik_u);
t=load(plik_t);
[ile_u, r]=size(u);
[ile_t, r]l=size(t);

PT=t(:,2:xr);
TTc=t(:,1);
PT=shiftdim(PT, 1) ;

ilosc_probek=50;

YY=[1;
for h = 1:ilosc_probek
h
[P, Tcl=podzial_ pliku(plik_u, 0.2);
T = ind2vec (Tc);
P=shiftdim(P,1);
net = newlvg(minmax(P),10,[.33 .40 .27]); Swine

net.trainParam.epochs=100;
net.trainParam.show=NaN;
net = train(net,P,T);

Y = sim(net,PT);

Yc = vec2ind(Y);

YY=cat (1,YY,Yc);

Yc=shiftdim(Yc, 1) ;
end

YY=shiftdim(YY,1);
B=zeros(ile_t,ilosc_klas);

for h=1l:ile_t

for k=1l:ilosc_probek
B(h,YY(h,k))=B(h,YY(h,k))+1;

end

end

B=shiftdim(B, 1) ;

[k 1i]=max (B);

i=shiftdim(i, 1) ;

W=cat (2, TTc, 1) ;
c=0;
for h = 1l:ile_t
if (Wh,1)==W(h,2))
c=c+1;
end;
end
p=c/ile_t*100;
Wynik=[ile_t c pl;
Wynik



9.3 Wyniki z symulacji metodq , bagging”

Symulacje przeprowadzono dla kazdych 5 rdéznych zestawdéw danych uczacych
testujacych z kazdych 3 plikow z danymi. Otrzymane wyniki zamieszczono
W ponizszej tablicy:

Tabela 5 - tabela wynikow z przeprowadzonych eksperymentow dla metody ''bagging"’
Dane Probka Wyniki

piik  Zbior  meto- 1 2 3 4 5 Srednia Wariancja
testowy da

wine 26 bag 19,0 73,1% 18,0 69,2% 19,0 73,1% 180 69,2% 18,0 69,2% | 184 70,8% 0,3 0,0%
glass 29 bag 20,0 69,0% 150 51,7% 14,0 48,3% 180 62,1% 18,0 62,1% | 170 58,6% 6,0 0,7%
iris 24 bag |22,0 91,7% 21,0 87,5% 23,0 958% 220 91,7% 220 91,7% | 220 91,7% 0,5 0,1%

10. Podsumowanie, wnioski

ktacznie przeprowadzono 195 symulacji. 180 ze standardowym wykorzystaniem sieci
neuronowych oraz 15 symulacji z wykorzystaniem metody ,bagging”. Otrzymane
dane przedstawiono w ponizszej zbiorczej tabeli:

Tabela 6 - zbiorcze zestawienie wynikow z przeprowadzonych eksperymentow
Dane Prébka Wyniki

Plik Zbiér  meto-

testowy  da 1 2 3 4 5 Srednia Wariancja

2D 21,8 83,7% 22,5 86,5% 23,3 894% 22,8 87,5% 23,0 88,5% |22,7 87,1% 03 0,0%
3D 20,3 77,9% 23,3 894% 22,3 856% 21,8 83,7% 228 87,5%|221 848% 13 0,2%

wine 26 NN | 17,5 67,3% 17,0 654% 16,0 61,54% 17,0 654% 16,5 63,5% | 16,8 64,6% 0,3 0,0%
bag |19,0 73,1% 18,0 69,2% 19,0 73,1% 18,0 69,2% 180 69,2% | 18,4 70,8% 0,3 0,0%
2D | 18,0 62,1% 12,0 41,4% 14,3 49,1% 155 53,4% 12,8 44,0% | 145 50,0% 57 0,7%
3D | 17,5 60,3% 155 53,4% 150 51,72% 16,8 57,8% 12,5 43,1% | 155 53,3% 3,7 0,4%
dlass 29 NN | 18,3 62,9% 14,0 483% 13,0 44,83% 16,8 57,8% 150 51,7% | 154 53,1% 4,5 0,5%
bag |20,0 69,0% 150 51,7% 14,0 483% 18,0 62,1% 180 62,1% [17,0 586% 6,0 0,7%
2D | 17,0 70,8% 18,3 76,0% 183 76,0% 18,5 77,1% 18,0 750% | 180 750% 0,3 0,1%
e 2y 3D |185 0,0% 19,3 80,2% 19,3 80,21% 18,8 78,1% 17,3 71,9% | 18,6 77,5% 0,7 12,2%

NN | 20,8 86,5% 20,0 83,3% 21,3 8854% 19,8 82,3% 20,0 833%|204 848% 04 0,1%
bag 22,0 91,7% 21,0 87,5% 23,0 958% 22,0 91,7% 22,0 91,7%|22,0 91,7% 0,5 0,1%

e Zbyt mata iloS¢ neurondw powoduje wzrost btedu klasyfikacji
(siec niedouczona),

e Zbyt duza iloS¢ neurondw powoduje istotny wzrost btedu klasyfikacji
(sie¢ przeuczona),

e Dla danego zbioru danych powinna sie znalez¢ optymalng iloS¢ neurondw,
dajaca najlepsze dopasowanie sieci do danych,

e Zastosowanie PCA przed uzyciem klasyfikatora NN powoduje wzrost btedu
klasyfikacji, przy czym PCA 2D generuje wiekszy btad niz PCA 3D,

e Zastosowanie metody ,bagging” powoduje zmniejszenie btedu klasyfikacji,

e Metoda ,bagging” wykorzystuje wiele sieci z matg iloScig neurondw,

e Metoda ,bagging” lepiej penetruje dane uczace.



