Poprawa jakosci i stabilizacja
stabych klasyfikatorow

Bagging
Boosting

* Dla wielu praktycznych przypadkow
otrzymywane reguly decyzyjne sa obarczone
duzym btedem. Najczgsciej spowodowane jest to
mala iloscia obiektéw uczacych (jak to ma
miejsce np. w diagnostyce medycznej, gdzie dla
wielu probleméw decyzyjnych nie jesteSmy w
stanie zebra¢ dostatecznie duzego zbioru
uczacego). O tym, zZe jest to problem istotny
swiadcza takze dedykowane matym zbiorom
uczacym metody testowania jakosci
klasyfikatorow, jak cho¢by metoda leave-one-
out.




* Przedstawmy metody poprawiania jakosci 1
stabilizacji tzw. stabych klasyfikatorow
(ang. weak classifiers), tzn. takich ktorych
jakosc¢ jest niewiele lepsza od jakosci
decyzji losowej oraz, dla ktérych niewielka
zmiana w materiale uczacym moze
powodowac otrzymanie diametralnie
roznych jakosciowo klasyfikatorow.

* Wszystkie metody bazuja na koncepcji
wielokrotnej modyfikacji pierwotnego
zbioru uczacego i dla kazdej z nich
stworzeniu nowego klasyfikatora. Do
podjecia decyzji wykorzystuje si¢ decyzje
komitetu klasyfikatorow otrzymanych w
kolejnych iteracjach.




* Takie grupowanie klasyfikatorow
stabilizuje ich dziatanie oraz w wielu
wypadkach wydatnie poprawia jakosc¢ ich
klasyfikacji. Sposrod metod tworzenia
takich klasyfikatoréw ztozonych
najpopularniejszymi koncepcjami sg
bagging i1 boosting, cho¢ 1 wczesniejsze
prace dotyczace tzw. bootstrapingu jak
najbardziej wpisujq si¢ w ten nurt.

* Nalezy tu jednak wspomnie¢, ze metoda bootstrapingu,
bedaca uogdlnieniem metody jacknife, polega na
wielokrotnym generowaniu obiektéw z rozktadem
estymowanym proba pierwotna. Otrzymane nowe zbiory
moga stuzy¢ np. do estymacji btedu rzeczywistego
klasyfikatora otrzymanego na podstawie zbioru
pierwotnego . Zauwazmy takze, ze moga by¢ one
podstawa do tworzenia nowych zbioréw uczacych i tym
samym nowych klasyfikatoréw. Dla takiego komitetu
klasyfikatorow mozemy zaproponowac, ktorys z
opisywanych wcze$niej, schematéw otrzymywania
decyzji grupowe;.




* Wada powyzszej metody jest jednak jej
dos¢ duza ztozonos¢ obliczeniowa, dlatego
wigksza popularnosci zyskaly metody
mniej zlozone, wspomniane wczesniej
boosting 1 bagging, a co najwazniejsze
dajace zblizone rezultaty.

* Bagging, opracowany przez Breimana w 1996 roku, jest
algorytmem, ktérego celem jest uzyskanie, na podstawie
stabego klasyfikatora stabilnej hipotezy o lepszej jakosci
rozpoznawania. Uzyskuje si¢ ja takze poprzez wyuczenie
grupy klasyfikatoréw na modyfikowanych zbiorach
uczacych wygenerowanych na podstawie losowania ze
zwracaniem elementow ze zbioru pierwotnego
(prawdopodobienstwo wylosowania kazdego elementu
jest takie same). W rezultacie, niektére przyktady wcale
nie wystgpuja w ciagu uczacym pojedynczy klasyfikator,
natomiast niektdre przyklady wystepuja kilkukrotnie.
Zbiory te maja taka sama liczno$¢ jak zbidr pierwotny.




Oryginalny zbidr uczacy: 1,2,3,4,5,6,7, 8

zbidr uczacy dla klasyfikatora 1 2,7,8,3,7,6,3, 1
zbidr uczacy dla klasyfikatora 2 7,8,5,6,4,2,7,1
zbidr uczacy dla klasyfikatora 3 3,6,2,7,5,6,2,2
zbidr uczacy dla klasyfikatora 4 4,5,1,4,6,4,3,8

*W  ponizszej metodzie wspdlna decyzja
klasyfikatorow (otrzymanych na podstawie
niezaleznych zbioréw uczacych) podejmowana
jest poprzez zwykle glosowanie wigkszosciowe.
Zwro¢my takze uwage na fakt, ze uczenie
poszczegdlnych klasyfikatorow sktadowych jest
niezalezne (nie zalezy od kroku poprzedniego),
zatem  zadanie  baggingu  moze  zostac
zdekomponowane 1 moze by¢ wykonywane
wspotbieznie przez niezalezne realizatory, co w
przypadku zastosowan praktycznych moze miec
duze znaczenie.







* Boosting jest takze metoda majaca na celu zwigkszenie skuteczno$ci
dziatania dowolnego algorytmu uczacego. Wywodzi si¢ ona z
teoretycznych prac nad modelem uczenia PAC (ang. Probably
Approximately Correct) ktérego idea polega na okresleniu tzw.
warunkéw PAC-nauczalnosci, czyli warunkéw przy ktérych uczen
znajduje dobry klasyfikator duzym prawdopodobiefstwem. Jest to
niejako przeformutowane zadanie testowania hipotez statystycznych,
ktére dla okreslonej probki okresla, czy prawdziwa jest hipoteza, czy
tez kontrhipoteza. Odpowiedz zawsze udzielana byta na pewnym
poziomie ufnosci (czyli z pewnym prawdopodobienstwem). W teorii
PAC pytanie sformulowane jest odwrotnie, mianowicie jakie warunki
musi spetnia¢ prébka aby otrzymac hipotez¢ na okreslonym poziomie
ufnosci.

Boosting

* Jedna z pierwszych odpowiedzi na pytanie, czy ,,staby”
klasyfikator moze zosta¢ wzmocniony. Udowodniono, ze
wynikiem takiego wzmocnienia powinien by¢ ,,silny”
klasyfikator.

* W 1995 roku zaprezentowano algorytm AdaBoost, ktory
pozbawiony zostal wad wczesniejszych algorytméw
boostingowych. Przedrostek ,,Ada” jest skrétem od
adaptacyjny, poniewaz algorytm ten adaptuje si¢ do
btedéw swoich klasyfikatoréw sktadowych, czyli
dopasowuje swoje dziatanie tak, aby te biedy
minimalizowac.




* Dziatanie algorytmu AdaBoost rozpoczyna si¢ od nadania kazdemu z
otrzymanych obiektéw uczacych jednakowych wag tak, aby suma
wszystkich wag wynosita 1. Kazda waga obrazuje stopien trudnosci
w poprawnym klasyfikowaniu danego przyktadu przez klasyfikatory
powstajace w kolejnych rundach. Gléwna petla algorytmu ma na celu
utworzenie tylu klasyfikatoréw sktadowych, ile jest przewidzianych
rund boostingu i dla kazdego z tych klasyfikatoréw okreslenie wagi
danego klasyfikatora w koncowym glosowaniu. Aby to osiagnaé,
kazda runda rozpoczyna si¢ od okreslenia zbioru uczacego na
podstawie wag poszczegdlnych przyktadéw, po czym, przy uzyciu
tego zbioru tworzony jest klasyfikator.

* W praktyce sa tu dwie mozliwos$ci postgpowania:

— jezeli klasyfikator jest algorytmem, ktory potrafi bezposrednio
skorzysta¢ z wag poszczeg6lnych przyktadéw, wéwczas mozna to
wykorzysta¢, przekazujac mu ciag uczacy wraz z wagami
poszczegdlnych przyktadéw, co okreslane jest jako ,,boosting przez
wazenie” (ang. boosting by reweighting).

— w przeciwnym wypadku, jezeli algorytm klasyfikatora nie potrafi
skorzysta¢ bezposrednio z wag przyktadéw, wowczas nalezy na
podstawie warto$ci poszczegdlnych wag utworzy¢ zbior uczacy i taki
ciag przekaza¢ do klasyfikatora, co okres$lane jest jako ,.boosting przez
préobkowanie” (ang. boosting by resampling).




1,2,3,4,5,6,7,8

Oryginalny zbiér uczacy:

zbidr uczacy po pierwszej iteracji 2,7,8,3,7,6,3, 1
zbidr uczacy po drugiej iteracji 1,4,5,4,1,5,6,4
zbidr uczacy po trzeciej iteracji 7,1,5,8,1,8, 1,4
zbidr uczacy po czwartej iteracji 1,1,6,1,1,3,1,5

* Kolejnym krokiem jest okreslenie btedu klasyfikatora na tym samym
zbiorze, na ktérym klasyfikator byt uczony. Na tej podstawie
obliczany jest wspétczynnik, ktéry charakteryzuje ,,waznos$¢”
klasyfikatora danej rundy. Wspotczynnik ten jest tym wigkszy, im
wigksza czg§¢ przyktadow uczacych zostata poprawnie
sklasyfikowana. Nastgpna operacja wykonywana w danej rundzie jest
modyfikacja wag przyktadéw z ciagu uczacego, w wyniku czego
nastepuje zwigkszenie wag przyktadéw btednie klasyfikowanych i
zmniejszenie wag przyktadow klasyfikowanych poprawnie. Dzigki
temu, w czasie uczenia klasyfikatora boostingowego, w kolejnych
rundach nastgpuje koncentrowanie si¢ klasyfikatoréw sktadowych na
trudniejszych przyktadach, ktére zwigkszaja swoj udziat w ciagu
uczacym. Na koncu kazdej rundy nast¢puje normalizacja wag.
Ostateczna decyzja klasyfikatora boostingowego wyznaczana jest za
pomoca glosowania wazonego T klasyfikatoréw sktadowych.




Wejscie: Zbiér uczacy LS o licznosci n
T ilodd iteracji
1. Powtarzajod i:=1don
Dy [I) =1/n, gdzie Dl(!) jest prawdopodobieristwem wylosowaniz itego
elementu ze zbioru LS
2. Powtarzajod t:=1do T
a. Naucz klasyfikator ¥, zbiorem LS zgodnym z rozktadem D,

b &= YD)
A 7
c. jezeli £ =1/2

wtedy
T:=t-1
Wyjdz z petli

die 4=

e. Z:=0
f. Powtarzaj od i:=1don
ijezeli ¥ (x;) = j;

edy
D,y i)= D, (i) B,
w przeciwnym wypadku
D, li):= D, i)
i.Z:=Z+D,,li)
g. Powtarzaj odi:=1don

1 Dl
D, li)= i




* AdaBoost.M1, ma jednak tg zasadnicza wadg, Ze nie radzi
sobie z przypadkami, gdy staby klasyfikator ma btad
probki wigkszy niz 1/2. Scislej, jezeli w okreslonej
rundzie ¢, btad klasyfikatora na ciagu testujacym wyniesie
powyzej 1/2, wéwczas gtéwna petla algorytmu boostingu
jest przerywana, a utworzony klasyfikator boostingowy
sktada si¢ z #-1 klasyfikatoréw sktadowych. Zasadniczy
problem pojawia sig¢ jesli taka sytuacja wystapi juz w
pierwszej rundzie - wowczas tak stworzony klasyfikator
boostingowy nie bgdzie w stanie przedstawi¢ zadnej
odpowiedzi, poniewaz nie bedzie zawieral zadnego
klasyfikatora sktadowego.

* Ograniczenie bigdu probki klasyfikatora sktadowego na poziomie 1/2
jest tym trudniejsze do spetnienia, im wigksza jest ilo$¢ klas do jakich
dany przyktad moze naleze¢. W przypadku, gdy przyktady z danej
dziedziny moga naleze¢ do M-klas i klasyfikator ma skuteczno$¢
poréwnywalng z losowym zgadywaniem, woéwczas
prawdopodobienstwo btedu wyniesie. Jak wida¢, juz w przypadku
pigciu klas, oczekiwany blad takiego klasyfikatora wyniéstby 0,8.
Zauwazyli to takze twércy AdaBoost i uwzglednili to w kolejnej
modyfikacji AdaBoost.M2. Modyfikacja ta opiera si¢ na innym
oszacowaniu btedu popetnianym przez klasyfikator w kolejnych
iteracjach poprzez wprowadzenie tzw. pseudostraty, ktéra mozna
interpretowac jako funkcje strat. Ciekawym jest to, ze funkcja ta jest
modyfikowana w kolejnych iteracjach zgodnie z btedem
popetnianym przez klasyfikator.
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* Kolejnym problemem jest ustalenie liczby iteracji algorytmu. Nie ma
uniwersalnej odpowiedzi na pytanie ile klasyfikatoréw sktadowych
powinno wchodzi¢ w sktad grupy. Eksperymenty przeprowadzone
przez réznych badaczy pokazuja, ze ilos¢ ta silnie zalezy od
klasyfikatora, ktory podlega poprawie. Zwykle najwickszy efekt
uzyskany przez zastosowanie klasyfikatorow grupowych wystepuje
w pierwszych kilku-kilkunastu rundach. Dla niektérych
klasyfikatoréw, np. C4.5 dalsze zwigkszanie ilosci klasyfikatorow
sktadowych nie przynosi zwykle zasadniczej poprawy. W innych
pracach, gdzie jako klasyfikatory otrzymywano na podstawie innych
algorytmow uczenia, ustalono liczbg iteracji na 100. W tej samej
pracy do rzeczywistego problemu rozpoznawania r¢cznie pisanych
kodéw pocztowych przyjeto 30 iteracji. W innych rzeczywistych
problemach decyzyjnych zaobserwowano wrecz, przy zbyt duzej
liczbie iteracji, sktonnosci takich klasyfikatoréw do przeuczania.

B ] b ng dla C4.5
oosting vs bagging dla C4.
— C4.5 Bagged C4.5 Boosted C4.5 Boosting 5
vs C4.5 vs C4.5 vs Bagging
err (%) | err (%) w-l  ratio [err (%) w1  ratio | w-l  rafio
anneal T.67 6.25 100 814 473 100 617 10-0 758
audiology 22.12 19.29 9-0 872 1571 10-0 710 | 10-0 814
auto 17.66 19.66 28 1113 | 1522 91 862 | 91 T
breast-w 5.28 4.23 9-0 802 4.09 9-0 AT T2 966
chess 8.55 8.33 6-2 975 4.59  10-0 .537 | 10-0 .551
colic 14.92 15.19 0-6 1.018 | 18.83 0-10 1262 | 0-10 1.240
credit-a 14.70 14.13 82 962 | 15.64 1-9  L064 | 010 1.107
credit-g 28.44 25.81 10-0 908 | 29.14 28 1025 | 0-10 1.129
diabetes 25.39 23.63 9-1 931 | 28.18 0-10 1110 [ 0-10 1.192
plass 32.48 27.01  10-0 832 [ 23.55  10-0 725 [ 91 .872
heart-c 22.94 21.52 7-2 938 | 21.39 8-0 932 | 54 994
heart-h 21.53 20.31 81 943 | 21.05 5-4 978 | 36 1037
hepatitis 20.39 18.52 9-0 908 | 17.68  10-0 867 | 6-1 955
hypo 48 .45 72 928 .36 91 146 | 91 804
iris 4.80 5.13 26 1.069 6.53 0-10 1.361 [ 0-8 1.273
labor 19.12 1439  10-0 752 | 13.86 9-1 725 5-3 963
letter 11.99 7.51  10-0 626 4.66  10-0 .389 [ 10-0 621
lymphography | 21.69 20.41 82 941 | 1743 10-0 804 | 10-0 .854
phoneme 19.44 1873  10-0 964 16.36 10-0 842 | 10-0 873
segment 3.21 2.74 91 833 187  10-0 583 | 10-0 .684
sick 1.34 1.22 7-1 907 1.05 10-0 781 91 861
sonar 25.62 23.80 7-1 929 | 19.62  10-0 766 | 10-0 824
soybean .73 7.58 6-3 981 7.16 82 026 | 81 944
splice 5.91 5.58 9-1 943 5.43 9-0 919 | 64 97
vehicle 27.09 25.54  10-0 843 | 2272 100 .839 | 10-0 889
vote 5.06 4.37 9-0 864 5.29 36 1046 | 1-9 1.211
waveform 27.33 19.77  10-0 723 | 1853 100 678 | 82 938
average | 15.66 7717 g05 | 13.36 87 037 |
Table 1: Comparison of C4.5 and its bagged and boosted versions.
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Figure 1: Comparison of bagging and boosting on two datasets
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* Iteracyjny charakter algorytmoéw boostingowych oraz
zaleznos¢ krokéw kolejnych od przednich powoduje, ze
sg one znacznie obcigzone obliczeniowo. W odréznieniu
od metod baggingowych proces boostowania
klasyfikatora nie moze zosta¢ zdekomponowany i
wykonywany przez niezalezne realizatory, gdyz do
wygenerowania wartosci czgstosci, z jaka moga zostac
wylosowane poszczeg6lne elementy uczace w kolejne;j
iteracji, wykorzystywane sa ich wartosci z iteracji
poprzednie;.

* W literaturze mozna znalez¢ szereg modyfikacji
algorytmu boostingowego, jak cho¢by FloatBoost, w
ktérej proponuje si¢ usunigcie otrzymywanych w
kolejnych iteracjach klasyfikatorow, jezeli ich jakoS¢ jest
mniejsza niz zalozona. Inna modyfikacja polega na tym,
ze klasyfikatory przechodza poprzez procedurg boostingu
dla r6znych obszaréw decyzyjnych, co poprawia ich
jakos¢, niestety silnie wptywa na obciazenie obliczeniowe
takiej metody. Istnieje takze szereg modyfikacji
zwiazanych z przeznaczeniem boostingu dla konkretnych
klasyfikatorow, czy tez taczenie powyzej
zaprezentowanych metod ze soba.
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