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1. Rozw¢j technologii automatycznego gromadzenia i
przechowywania informacji
— wzrost rozmiaro6w przechowywanych danych!

Nie tylko w duzych przedsigbiorstwach.

2. Dostegp do informacji nie jest rtownoznaczny z
posiadaniem warto$ciowej wiedzy.

3. Wyzwaniem jest nie tylko efektywne przechowywanie
danych, lecz takze ich analiza, zdolnos¢ interpretacji i
wyciagania uzytecznych wnioskow, ktére moga
prowadzi¢ do lepszych decyzji!

Poznan 2007
Motywacje %Z »We are Data Rich but Knowledge Poor”
_,, —_—

@ ‘Eksploz‘ja danychv

Data Mining moze
pomoéc odkry¢ wiedze
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Potrzeba matka wynalazku

« Istnieje zapotrzebowanie na narzgdzia pozwalajace
na automatyczng analiz¢ gromadzonych danych —
nowa dziedzina Odkrywanie Wiedzy (ang.
Knowledge Discovery)

o Inne terminy: Eksploracja Danych (ang. Data
Mining), Zglebianie Danych, ....
o Rozwdj historyczny:

« 1989 Workshop on Knowledge Discovery in
Databases (USA)

« Statystyka i maszynowe uczenie si¢ - wczeSniej

Czym jest odkrywana Wiedza?

“Wiedza jest uporzadkowanym zbiorem
interesujqcych i uzytecznych regularnosci”

G. Piatetsky-Shapiro (1991)

® Regularnos¢ (wzorzec, ang. pattern) — zalezno$¢ migdzy
elementami danych,
o Uzyteczny — moze prowadzi¢ do uzytecznych dziatan,

o [nteresujqcy — nowy (poprzednio nieznany i nieoczekiw;

nietrywialny i zrozumiaty. h
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Odkrywanie wiedzy w danych

o Odkrywanie wiedzy to nietrywialny proces
poszukiwania nowych (nieoczekiwanych),
potencjalnie uzytecznych i zrozumiatych
regularnosci z danych.

« Data mining (eksploracja danych, zglgbianie danych) ?
Istotny etap wewnatrz procesu odkrywania wiedzy

Proces Odkrywania Wiedzy - KDD

Ocena regularnosci
- WZOrcow

Data Miniy

Dane docelowe '
Dane przetworzone /;edukcjﬂ

i selekcja
Oczyszczanie
danych /
Integracja danych

« Data mining: kluczowy
element procesu KDD

Bazy danych

Etapy procesu odkrywania wiedzy

« Analiza i poznanie dziedziny zastosowania, identyfikacja
dostgpnej wiedzy i celow uzytkownika,

o Wybdr danych zwiazanych z celami procesu,

o Czyszczenie i wstgpne przetwarzanie danych oraz ich redukcja,

o Wybor zadan i algorytmoéw eksploracji danych,

« Pozyskiwanie wiedzy z danych (krok eksploracji danych),

« Interpretacja i ocena odkrytej wiedzy,

« Przygotowanie wiedzy do uzycia.
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Eksploracja danych
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T~ If not A then E1
T 2x143x24 >0
+  Data mining (ang.)

+ Poszukiwanie w zgromadzonych danych nieznanych,
uzytecznych regularnosci, zwiagzkéw migdzy elementami
danych.

« Eksploracja danych to etap w procesie odkrywania wiedzy.

« Wiedza — uporzadkowana i formalna reprezentacja
odkrytej regularnosci migdzy elementami danych.

Eksploracja danych a inne systemy informatyczne

. 1. Ktéry klient dokonal
Informacje / | Zapytania SQL najwigkszego zakupu?
bazy danych | iraporty 2 Lista Klientéw, ktorzy zakupili
produkt A w ostatnim roku?
. Wielowymiarowa 1. Jakie sg Srednie zakupy
Hurtownie | M’.'a PN Klientéw, ktérzy kupili produkt
danvych gregac ,y A w ostatnim roku, z podzialem
Y podsumowania na regiony?
1. Jakie sg cechy
Zaawansowane charakterystyczne klientow,
systemy - Predykeja lub opis ktorzy moga kupi¢ produkt A?
Y 2. Do kogo skierowa¢ oferte
”Data mining reklamowg?

Przyklady zastosowan eksploracji danych

« Marketing
« Target marketing”, identyfikacja profilu klientow, ocena lojalnosci klientow,
problem koszyka zakupow - asocjacje produktow w sieciach sprzedazy,
segmentacja rynkow, klientow, itp.
« Analizy finansowe

« Analiza ryzyka kredytowego, rekomendacje produktéw, przewidywanie
trendow i przebiegow czasowych,...

«  Wykrywanie nieprawidlowosci i anomalii
« Analiza defraudacji i nieprawidlowosci kart kredytowych, systemy
telekomunikacyjne, towarzystwa ubezpieczeniowe, systemy opieki
medycznej.
« Text mining oraz Web mining (zachowania uzytkownikow
w e-serwisach, wspomaganie wyszukiwania informacji), ...

«  Wiele innych (przemysl, nauka, administracja),...




Typowe zadania w KDD:

[ —

1. Podsumowywanie danych (tzn. znajdowanie zwigztych
opisow lub ogdlnych wiasnosci pewnych klas obiektow).

2. Odkrywanie asocjacji (zaleznosci lub korelacji migdzy

elementami danych).

Klasyfikowanie (zmienna wyjsciowa jest jakosciowa).

Predykcja (zmienna wyjsciowa jest liczbowa).

Grupowanie danych (analiza skupien).

Poszukiwanie obserwacji osobliwych, anomali,...

Analiza ztozonych typow danych (wielo-relacyjne zaleznosci

logiczne, mutimedialne, przebiegi czasowe, grafy, itp.).

Text i Web mining.

9. Analiza danych strumieniowych, ciagle naptywajacych z sieci
Sensorow.
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Polaczenie wielu dziedzin
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o Statystyka
« Maszynowe Uczenie si¢

« Wizualizacja danych
o Systemy baz danych, hurtownie danych, techniki OLAP
o Inne dziedziny:
« wyszukiwanie informacji, obliczenia rownolegte,
przetwarzanie obrazow, itp.

Odkrywanie wiedzy a inne dziedziny — czl1.
-
« Statystyka:

« Oparta na silnych podstawach teoretycznych i mocnych zalozeniach
co do danych.

« Ukierunkowana na testowanie hipotez oraz estymacje parametréw.

« Uczenie maszynowe:

Ukierunkowane na pol ie dzialania przez

P

si¢ agenta.

(34

Uczenie si¢ poje¢ lub zadan (lepiej zdefiniowane niz w KDD).

Adaptacja do rzeczywistego i zmiennego Srodowiska — np. robotow
(nie rozwazane w KDD).

‘Wigksza rola metod heurystycznych i wywodzacych sig¢ ze sztucznej
inteligencji.

Odkrywanie wiedzy a inne dziedziny — cz. 2

-

o Odkrywanie wiedzy
- Laczy modele teoretyczne i heurystyczne, lecz
- odmienne cele,

- Wigksza roznorodno$é i ztozonos¢ analizowanych danych
(nietypowych dla statystycznej analizy danych),

- Czgsto brak jasnej definicji pojgé do odkrycia.

- Nacisk na reprezentacje wiedzy,

+ Inny niz poprzednio charakter procesu odkrywania wiedzy.

- Duza rola przygotowania i wstgpnego przetwarzanie danych.

Data Miner (Statistica Statsoft) — przyklad

metod dostepnych w systemie
P
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SAS — podstawowe algorytmy

e —
« Przyktadowe algorytmy eksploracji danych (dostgpne w tzw. weztach

SAS Enterprise Miner)

wiele metod statystki opisowej,

metody przeksztatcen danych (przeskalowania, uwzglgdnianie nieznanych

wartosci, wykrywanie nietypowych obserwacji),

poszukiwanie regut asocjacyjnych,

analiza skupien (k-$rednich, sieci SOM Kohonen’a)

modele predykcyjne (liniowa, nieliniowa, logistyczna regresja, drzewa regresji)
drzewa klasyfikacyjne (CART, CHAID, C4.5like)
sztuczne sieci neuronowe (liniowe/nieliniowe sieci wielowarstowe, rozne wersje
RBF).
modele ztozonych klasyfikatorow (bagging, boosting, combiners,...)
modele k-NN
« modele szeregow czasowych.

o Oferuje przetwarzanie danych za pomoca specjalnego jezyka oraz

interfejsy graficznego




Wiedza klasyfikacyjna
— S
= Problem okreslania zasad przydziatu obiektow do

znanych wstepnie klas na podstawie analizy danych o
przyktadach klasyfikacji.

Wiek Zawod ‘dochod Decyria

Algorytm eksploraciji

2 Prac. iz 1220 Nie kupi

% Mencdzer 29 Kupuje

“ Tniynier 200 Kupuje

23 Student 1100 Kupuje

E) Nauczyeiel 1700 Nie kupi Reprezentacja wiedzy:
np. reguty

= S o e R1. Jezeli student to kupuje
komputer

25 Student 300 Kupuje

R2. Jezeli dochod > 2400 ...

Przyktady uczace

E1
E2
A< "

Drzewa decyzyjne N Eq

»  Najpopularniejsza reprezentacja wiedzy klasyfikacyjne;j.
*  Rozwinigta metodologicznie — algorytmy C4.5 lub CART.
¢ Liczne implementacje (dostgpne w wielu systemach).
¢ Typowe zastosowania:
« Klasyfikacja typu Kklienta, np.:
*  Ocena zdolnosci kredytowej klienta w inst. finansowych.
*  Podzialu klientéw na tych, ktérzy przynosza zyski i tych, ktérzy przynosza
straty,
« Identyfikacja potrzeb klienta,
*  Analiza efektywnos$ci kampanii sprzedazy.
+  Ukierunkowane kampanie reklamowe (ang. target marketing).
*  Poszukiwanie charakterystyki lojalnych klientow.
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Indukcja regul decyzyjnych

« Podstawowa idea - reguty poszukuje si¢ bezposrednio
z danych
« potencjalnie wigksza zrozumiato$¢ wiedzy
« ale wigcej roznych podejsé
— opisy rzeczywistych danych minimalnym zbiorem regut
dyskryminujacych/ klasyfikujacych
— poszukiwanie bardziej wyczerpujacych zbiorow regut o dobrych
whasnosciach interpretacyjnych

« wigcej parametrow do sterowania w algorytmach indukcji
regut.

« Wigcej — J.Stefanowski strona WWW z publikacjami

Inne metody klasyfikacyjne

- Sztuczne sieci neuronowe.
- Klasyfikacja bayesowska (statystyczna teoria decyzji)
« analiza dyskryminacyjna

« statystyczna klasyfikacja — metoda wektorow wspierajacych
(SVM).

-« Metody k-najblizszych sasiadow.

Regresja logistyczna.

Klasyfikatory genetyczne.

- Metody wywodzace sig z teorii zbioréw przyblizonych
+ Metody oparte na logice — ILP

- Logika rozmyta.

- Inne ...
21 22
Predykcja: metody regresji (analityczne modele); drzewa regresji,
sztuczne sieci neuronowe Reguly asocjacyjne
R ] [———
o o — ] e — 1 ]| l . . TID| Produce
B FR] St eRICZEnClT ‘;ka"“e 1 | MLEKO, CHLEB, JAJA
prome: A 2 | GHLEB, CUKIER
danych transakeyjnych. 3 | 1= e

- #B0.00-905.00 1130,00-1260.00 Problem koszyka zakupow 4 MLEKd CHLEB, CUKIER
= Zialcenis gz o et 5 | MLEKO,SER
o8 poprzez wskazanie tych produktow, 6 CHLEBISER
a7 ktore sa kupowane najczesciej !
al ezt 7 | MLEKO, SER
o \ 8 | MLEKO, CHLEB, SER, JAJA
ol | 9 | MLEKO, CHLEB, SER
03 j\:— o s {SER, MLEKO} — CHLEB [sup=5%, conf=80%|
e /\ —| | Przyklad reguly:
01 - »80% Klientow, ktorzy kupuja ser i mleko takze kupuje chleb oraz 5% klientow

A ——
o 5 & z kupuje te produkty lacznie”
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Wzorce sekwencyjne
=

Wzorzec symboliczny opisujacy zaleznosci wystgpujace

migdzy zdarzeniami zachodzacymi w pewnym przedziale

czasu.

Wzorzec: A — B — C, méwi ze po zdarzeniu A wystapi

zdarzenie B, a po nim zdarzenie C z pewna czgsto$cia.

Przyktad:

= 30% klientow sklepu wysytkowego najpierw zamowito
plyte Anny Marii Jopek, pozniej Diany Krall, a nast¢pnie
Stacey Kent.
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Reguly asocjacyjne i wzorce sekwencji
= — |

= Typowe zastosowania:

= poszukiwania typowych wzorcow zachowan klientow lub
uzytkownikow np. w sieciach sprzedazy, telekomunikacji,
ubezpieczeniach, bankowosci, analizie serwerow WWW.

= cksploracja zawartosci logéw serwera WWW prowadzi do
zreorganizowania sposobu nawigacji po stronach,
prezentacji tresci, dynamicznego dostosowania wygladu
strony do profilu uzytkownika.
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Grupowanie, Analiza Skupien

—_—
Grupowanie (ang. clustering) jest to proces podzialu zbioru danych
(obiektow) na podzbiory, nazywane klasami lub skupieniami
« Proces powinien wyodrgbni¢ jednorodne grupy obiektow podobnych
do siebie
« Podzial powinien posiada¢ pewne znaczenie dla uzytkownika i
pomodc mu zrozumie¢ strukturg danych
Skupienie (Klasa): zbior obiektow ktore sa podobne do siebie i moga
by¢ traktowane zbiorczo jako jednorodna grupa
Grupowanie: nienadzorowana klasyfikacja - brak predefiniowanych klas

decyzyjnych.
27

Podstawowe metody grupowania

« Iteracyjno-optymalizacyjne

« Hierarchiczne (aglomeracyjne, podziatu)

« oparte na funkcjach ggstosci

Inne aspekty:

« Tradycyjne metody — numeryczne (k-$rednich, AHC)

« Uczenie Maszynowe - nacisk na symboliczng klasyfikacjg,
automatyczne tworzenie opisu charakteryzujacego tworzone
klasy (conceptual clustering)

« Eksploracja baz danych - problemy duzych rozmiaréw (obiekty,
atrybuty), ztozone typy danych (np. grafy, teksty, obrazy)

28

Podsumowanie

|
Problemem nie jest elektroniczne gromadzenie danych ale ich wlasciwa
analiza i wycigganie uzytecznych wnioskéw.

Metody statystyczne i uczenia maszynowego moga by¢ podstawa do
odkrywania wiedzy z danych.

Nalezy zwraca¢ uwage na wezesniejsze etapy procesu odkrywania
wiedzy, np. integracji danych z réznych zrédel, czyszczenia danych,
przetwarzania wstepnego oraz redukcji rozmiaréw danych.

Istnieje oprogramowanie wspierajace proces odkrywania wiedzy.
Integracja z hurtowniami danych i byznesowymi systemami

wspomagania decyzji.
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dydaktycznych. —

Data mining, by J.Stefanowski 20




