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Rozprawa została poświęcona problemowi analizy i klasyfikacji sygnałów
cyfrowych rozumianych jako ciąg liczb powstałych w wyniku pomiarów ja-
kiegoś fizycznego zjawiska, np. sygnał EEG czy sygnał mowy. Z sygnałami
cyfrowymi i problemem ich analizy badacze różnych dziedzin spotykają się
coraz częściej. Dlatego też, pomimo istnienia wielu metod, które sprawdziły
się w praktyce, uważam, że warto zajmować się tworzeniem nowych podejść
dających nowe możliwości analizy danych.

Metoda opisana w niniejszej rozprawie należy do grupy metod, w któ-
rej analizowane sygnały rozpisywane są w bazie przestrzeni liniowej i jest
rozwinięciem idei lokalnych baz dyskryminacyjnych [11]. Opisywana metoda
jest oparta na nowym podejściu konstruowania biortogonalnych baz falko-
wych drugiej generacji [12] i [3], będących uogólnieniem falek klasycznych [4]
i [14]. Przy konstrukcji bazy korzystam ze znanego i jednego z najlepszych
algorytmów konstrukcji klasyfikatorów zwanego maszyną wektorów wspiera-
jących (ang. Support Vector Machines - SVM) [13].

Konstruowana baza ma dwie cechy, które moim zdaniem wyróżniają ją
na tle innych tego typu metod:

Lokalność Elementy bazy są lokalne w czasie. Dzięki temu mogę opisywać
analizowane sygnały korzystając jedynie z częściowej informacji.

Dyskryminacja Elementy bazy są tak konstruowane, aby współczynniki
rozwinięcia dla sygnałów z dwu różnych klas decyzyjnych były jak naj-
bardziej różne.

W ramach współpracy z zespołem prof. Andrzeja Wróbla1 proponowana
przeze mnie metoda została z sukcesem zastosowana do analizy tzw. lokal-
nych potencjałów wywołanych [8]. Otrzymane wyniki okazały się zgodne z
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poprzednimi wynikami uzyskanymi przez wspomniany zespół [15], [10]. Po-
twierdza to, że proponowana metoda może służyć jako narzędzie eksploracji
danych, mogące pomóc w zrozumieniu dlaczego analizowane sygnały są róż-
ne.

Z punktu widzenia problemu konstrukcji klasyfikatorów metodę można
zaliczyć do grupy algorytmów opartych na lokalnych klasyfikatorach [11], [7],
[9]. Podejścia te dokonują klasyfikacji sygnałów w oparciu o lokalny opisu
analizowanych danych. Typowy schemat wygląda tak, że jest generowany
pewien zestaw lokalnych deskryptorów (klasyfikatorów), a ostateczna klasy-
fikacja jest dokonywana na podstawie łączenia odpowiedzi owych lokalnych
deskryptorów poprzez głosowanie albo stosowanie dodatkowego klasyfikatora.
W pracy opisuję jak wykorzystać proponowaną metodę do konstrukcji tego
typu klasyfikatorów z wykorzystaniem zespołu klasyfikatorów [6], [1], [2], [5].

Metoda została dokładnie przetestowana na szerokim spektrum danych,
tak sztucznych jak i rzeczywistych. Dane zawierały zarówno sygnały jedno-
wymiarowe, dwuwymiarowe (np. baza USPS cyfr pisanych ręcznie) sygnały
wielokanałowe ( np. dane Auslan [9] oraz EEG2). Uzyskane wyniki świadczą
o tym, że metoda warta jest rozważenia dla badacza chcącego analizować lub
klasyfikować dane w postaci sygnałów.

Oprócz testów praktycznych przeprowadziłem też prostą analizę meto-
dy z punktu widzenia statystycznej teorii uczenia się poprzez oszacowanie
wymiaru Vapnika-Czerwonenkisa [13].

Wszelkie testy przeprowadziłem w środowisku Matlab, korzystając z wła-
snoręcznie napisanych skryptów.
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